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Аннотация

Данная работа посвящена вероятностному тематическому моделированию —
статистическому методу анализа текстовых документов.

В рамках подхода аддитивной регуляризации ARTM [27] предлагается непа-
раметрическая темпоральная тематическая модель, учитывающая метки вре-
мени документов. Использование дополнительной априорной информации поз-
воляет улучшать качество модели и визуализировать динамику тем во времени.

Описывается способ адаптивной нормировки коэффициентов регуляриза-
ции, упрощающий процесс настройки модели.

Предложенная модель тестируется на коллекции пресс-релизов министерств
иностранных дел ряда стран за промежуток времени длиной более десяти лет.
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1 Введение

Данная работа посвящена вероятностному тематическому моделированию — ста-
тистическому методу анализа коллекций текстовых документов. Для набора доку-
ментов вводятся скрытые переменные — темы, которые описывают процесс порож-
дения данных.

Многие тематические модели предполагают, что порядок документов в коллек-
ции не важен, хотя в реальных задачах документы зачастую упорядочены. Ставится
задача построения темпоральной тематической модели, где для каждого докумен-
та известна метка времени. Требуется использовать в модели эту дополнительную
информацию в целях улучшения качества и визуализации динамики тем во времени.

Работа организована следующим образом.
Во втором разделе приводится описание базовой тематической модели PLSA [13].

Эксперименты на синтетических данных выявляют её недостатки. Описывается под-
ход аддитивной регуляризации тематических моделей ARTM [27] с примерами регу-
ляризаторов.

Третий раздел содержит перечисление основных метрик качества, используемых
при построении тематических моделей.

Четвертый раздел посвящен темпоральным тематическим моделям. Предлагается
непараметрическая модель, которая тестируется на реальной коллекции документов
— пресс-релизах министерств иностранных дел ряда стран за промежуток времени
длиной более десяти лет. Показан процесс настройки модели и визуализация тем.

В пятом разделе приводится способ адаптивной нормировки коэффициентов ре-
гуляризации. Предложенная репараметризация упрощает подбор коэффициентов на
практике и позволяет сбалансировать воздействие регуляризаторов на отдельные те-
мы и документы.
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2 Тематические модели PLSA и ARTM

2.1 Постановка задачи

Тематическая модель коллекции документов PLSA (Probabilistic Latent Semantic
Analysis) была предложена Томасом Хофманом в 1999 году [13].

Пусть имеется конечное множество слов 𝑊 , называемое словарем и конечное мно-
жество документов 𝐷 — коллекция.

Для каждого документа 𝑑 ∈ 𝐷 известно, какие слова он содержит и частоты
вхождений всех слов. Таким образом, документ представляется в виде «мешка слов».

Обозначим через 𝑛𝑑𝑤 число вхождений слова 𝑤 в документ 𝑑, 𝑛𝑑 ≡
∑︀
𝑤

𝑛𝑑𝑤 — длина

документа 𝑑.

Предположим, что имеется также некоторое конечное множество скрытых пере-
менных 𝑇 — темы.

На множестве 𝐷×𝑊×𝑇 введем вероятностное пространство с вероятностной ме-
рой 𝑝(𝑑, 𝑤, 𝑡).

Примем гипотезу условной независимости — вероятность появления слова 𝑤,
относящегося к теме 𝑡 в документе 𝑑 описывается общим для всей коллекции рас-
пределением 𝑝(𝑤|𝑡) и не зависит от документа 𝑑:

𝑝(𝑤|𝑑, 𝑡) = 𝑝(𝑤|𝑡). (1)

Используя формулу полной вероятности и гипотезу условной независимости, по-
лучим:

𝑝(𝑤|𝑑) =
∑︁
𝑡∈𝑇

𝑝(𝑡|𝑑)𝑝(𝑤|𝑡). (2)

Предполагается, что для каждого слова в документе автор сначала выбирает
тему 𝑡 из распределения 𝑝(𝑡|𝑑), а затем нужное слово из распределения 𝑝(𝑤|𝑡).

Условные вероятности 𝜑𝑤𝑡 ≡ 𝑝(𝑤|𝑡), 𝜃𝑡𝑑 ≡ 𝑝(𝑡|𝑑) являются неизвестными парамет-
рами модели. В новых обозначениях формула (2) записывается в следующем виде:

𝑝(𝑤|𝑑) =
∑︁
𝑡∈𝑇

𝜑𝑤𝑡𝜃𝑡𝑑. (3)

Задача тематического моделирования состоит в нахождении стохастических мат-
риц Φ = (𝜑𝑤𝑡)𝑊×𝑇 и Θ = (𝜃𝑡𝑑)𝑇×𝐷, столбцы которых — распределения слов по темам
и тем по документам.
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Известными данными в этой задаче является матрица 𝐹 = (𝑝(𝑤|𝑑))𝑊×𝐷 частот-
ных оценок вероятностей 𝑝(𝑤|𝑑):

𝑝(𝑤|𝑑) =
𝑛𝑑𝑤

𝑛𝑑

.

Для решения задачи тематического моделирования в такой постановке применя-
ется метод максимального правдоподобия:

log L (Φ,Θ) = log
∏︁
𝑖

𝑝(𝑤𝑖, 𝑑𝑖|Φ,Θ) −→ max
Φ,Θ

. (4)

Взяв логарифм от произведения, сгруппировав одинаковые слагаемые и отбросив
константу, получаем следующую задачу оптимизации:

∑︁
𝑑∈𝐷

∑︁
𝑤∈𝑊

𝑛𝑑𝑤 log 𝑝(𝑤|𝑑) =
∑︁
𝑑∈𝐷

∑︁
𝑤∈𝑊

𝑛𝑑𝑤 log
∑︁
𝑡∈𝑇

𝜑𝑤𝑡𝜃𝑡𝑑 −→ max
Φ,Θ

. (5)

Cтандартным методом решения задачи (5) является EM-алгоритм [19]. Это ите-
рационный процесс, который последовательно выполняет две операции:

1. E-шаг (expectation). По текущему приближению параметров (Φ,Θ) оценивается
апостериорное распределение скрытых переменных:

𝑝(𝑡|𝑑, 𝑤) =
𝑝(𝑡|𝑑)𝑝(𝑤|𝑡)

𝑝(𝑤|𝑑)
=

𝜑𝑤𝑡𝜃𝑡𝑑∑︀
𝑠∈𝑇 𝜑𝑤𝑠𝜃𝑠𝑑

.

2. M-шаг (maximization). Зафиксировав распределение 𝑝(𝑡|𝑑, 𝑤) скрытых перемен-
ных, получаем аналитическое решение задачи (5) максимизации правдоподо-
бия:

𝜑𝑤𝑡 =
𝑛𝑤𝑡

𝑛𝑡

, 𝜃𝑡𝑑 =
𝑛𝑡𝑑

𝑛𝑑

, (6)

где переменные 𝑛𝑤𝑡, 𝑛𝑡 и 𝑛𝑡𝑑 выражаются через распределения 𝑝(𝑡|𝑑, 𝑤) и имеют
смысл счетчиков, аналогичных 𝑛𝑑𝑤:

𝑛𝑤𝑡 ≡
∑︁
𝑑∈𝐷

𝑛𝑑𝑤𝑝(𝑡|𝑑, 𝑤), 𝑛𝑡𝑑 ≡
∑︁
𝑤∈𝑊

𝑛𝑑𝑤𝑝(𝑡|𝑑, 𝑤),

𝑛𝑡 ≡
∑︁
𝑤∈𝑊

𝑛𝑤𝑡 =
∑︁
𝑑∈𝐷

𝑛𝑡𝑑.
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2.2 Неоднозначность решения PLSA

Задача оптимизации (5) эквивалентна задаче разложения заданной стохастиче-
ской матрицы 𝐹 в произведение ΦΘ двух стохастических матриц меньших размеров,
минимизирующих дивергенцию Кульбака-Лейблера:

𝐾𝐿(𝐹‖ΦΘ) −→ min
Φ,Θ

. (7)

Идея разложения матрицы в произведение двух других матриц широко исполь-
зуется в задачах анализа данных. Известным методом является SVD-разложение,
которое, однако, не подходит для тематического моделирования, т.к. минимизирует
норму Фробениуса, а полученные матрицы в общем случае не являются стохасти-
ческими (стохастическая матрица — матрица, столбцы которой представляют собой
дискретные распределения вероятностей).

Существуют методы, получающие неотрицательное матричное разложение, на-
пример, алгоритм HALS (Hierarchical Alternating Least Squares) [8], минимизирую-
щий норму Фробениуса, или градиентный спуск с мультипликативными обновлени-
ями [16], работающий и с дивергенцией Кульбака-Лейблера.

В случае точного представления 𝐹 = ΦΘ, условие стохастичности исходной мат-
рицы 𝐹 позволяет легко отнормировать результат неотрицательного матричного раз-
ложения. Но на практике мы получаем лишь приближенное решение ΦΘ ≈ 𝐹 , после
нормировки которого результат может ухудшиться значительно.

Главной же проблемой здесь является то, что задача (7) невыпукла, допускает
неединственное решение, поэтому EM-алгоритм и другие итерационные методы в
лучшем случае могут гарантировать лишь нахождение локального минимума, а их
результат будет сильно зависеть от начального приближения.

Проведем эксперименты на модельных данных, показывающие зависимость точ-
ности восстановления матриц Φ и Θ от выбора начального приближения и от доли
нулей в исходной матрице Φ.

На рис.1 показан пример сходимости EM-алгоритма на модельных данных при 30
различных случайных начальных приближениях.
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Рис. 1: Cходимость EM-алгоритма для разных начальных приближений.

Столбцы матрицы Φ генерировались из симметричного распределения Дирих-
ле: 𝜑𝑡 ∼ Dir(𝛽). Для генерации каждого столбца матрицы Θ генерировалось равно-
мерно случайное число 𝑇𝑑 от 2 до 10 — количество тем в документе 𝑑, затем рав-
номерно выбиралось подможество из 𝑇𝑑 тем, вероятности которых устанавливались
одинаковыми.

Параметры модели: |𝑊 | = 1000, |𝐷| = 300, |𝑇 | = 20, 𝛽 = 0.01.

EM-алгоритм восстанавливал матрицы Φ и Θ по их произведению, после чего
с помощью Венгерского алгоритма [15] производилась оптимальная перестановка
тем, минимизирующая среднее расстояние Хеллингера между исходными 𝑝(𝑤|𝑡) и
найденными распределениями 𝑝(𝑤|𝑡):

Hellinger
(︀
𝑝(𝑤|𝑡), 𝑝(𝑤|𝑡)

)︀
=

(︃
1

2

∑︁
𝑤∈𝑊

(︁√︀
𝑝(𝑤|𝑡) −

√︀
𝑝(𝑤|𝑡)

)︁2)︃ 1
2

.

Видно, что идеально восстановить матрицу Φ получилось лишь в небольшом чис-
ле случаев. Также остается открытым вопрос момента остановки данного итераци-
онного алгоритма: число итераций, необходимых для достижения сходимости, может
быть непредсказуемо велико.

На рис. 2 приведена зависимость точности восстановления Φ, Θ и их произведе-
ния 𝐹 от доли нулевых элементов в исходной матрице Φ для EM-алгоритма и метода
неотрицательного матричного разложения HALS с нормировкой полученных матриц
после каждой итерации.

Параметр 𝛽 симметричного распределения Дирихле перебирался по сетке так,
чтобы получить матрицы Φ разной степени разреженности: от 0 до 99 процентов
нулей.
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Рис. 2: Влияние разреженности Φ на качество работы итерационных методов.

Матрица 𝐹 восстанавливается неплохо практически при любом уровне разрежен-
ности. Но для полного восстановления Φ и Θ алгоритму HALS требуется более 60%

нулей, EM-алгоритму — более 85%.
Стоит отметить, что реальные данные зачастую удовлетворяют требованию раз-

реженности. Удается строить тематические модели, в которых число нулевых эле-
ментов в матрице Φ может достигать 98%, число нулевых элементов в матрице Θ —
более 90% [27].

Для устранения проблемы неоднозначности решения задачи построения темати-
ческой модели воспользуемся подходом аддитивной регуляризации ARTM (Additive
Regularization of Topic Models) [26].

2.3 Регуляризация задачи тематического моделирования

В подходе ARTM авторы предлагают в оптимизационной задаче (4) добавить к
логарифму правдоподобия еще 𝑟 функционалов: 𝑅𝑖(Φ,Θ), 𝑖 = 1, . . . , 𝑟 называемых
регуляризаторами, каждый со своим неотрицательным весом 𝜏𝑖:

⎧⎪⎪⎨⎪⎪⎩
𝑅(Φ,Θ) =

∑︀
𝑖 𝜏𝑖𝑅𝑖(Φ,Θ), log L (Φ,Θ) + 𝑅(Φ,Θ) −→ max

Φ,Θ
,

𝜑𝑤𝑡 > 0, 𝜃𝑡𝑑 > 0,
∑︀
𝑤

𝜑𝑤𝑡 = 1,
∑︀
𝑡

𝜃𝑡𝑑 = 1.

(8)

Приведем определения и теорему из [27], которые позволяют решать новую оп-
тимизационную задачу методом, похожим по своей структуре на EM-алгоритм для
PLSA.
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Определение 1. Тема 𝑡 ∈ 𝑇 называется перерегуляризованной, если

𝑛𝑤𝑡 + 𝜑𝑤𝑡
𝜕𝑅

𝜕𝜑𝑤𝑡

6 0 для всех слов 𝑤 ∈ 𝑊.

Определение 2. Документ 𝑑 ∈ 𝐷 называется перерегуляризованным, если

𝑛𝑡𝑑 + 𝜃𝑡𝑑
𝜕𝑅

𝜕𝜃𝑡𝑑
6 0 для всех тем 𝑡 ∈ 𝑇.

Теорема 1. Если функция 𝑅(Φ,Θ) непрерывно дифференцируема и (Φ,Θ) — ло-
кальный максимум задачи (8) с ограничениями на стохастичность матриц Φ и Θ,
тогда для любой не перерегуляризованной темы 𝑡 ∈ 𝑇 и любого не перерегуляризо-
ванного документа 𝑑 ∈ 𝐷 справедлива следующая система уравнений:

𝑛𝑑𝑤𝑡 = 𝑛𝑑𝑤
𝜑𝑤𝑡𝜃𝑡𝑑∑︀
𝑠∈𝑇 𝜑𝑤𝑠𝜃𝑠𝑑

;

𝜑𝑤𝑡 ∝
(︂
𝑛𝑤𝑡 + 𝜑𝑤𝑡

𝜕𝑅

𝜕𝜑𝑤𝑡

)︂
+

; 𝑛𝑤𝑡 =
∑︁
𝑑∈𝐷

𝑛𝑑𝑤𝑡; (9)

𝜃𝑡𝑑 ∝
(︂
𝑛𝑡𝑑 + 𝜃𝑡𝑑

𝜕𝑅

𝜕𝜃𝑡𝑑

)︂
+

; 𝑛𝑡𝑑 =
∑︁
𝑤∈𝑊

𝑛𝑑𝑤𝑡;

где (𝑥)+ = max{𝑥, 0} — операция положительной срезки.

Формулы (9) дают необходимое условие экстремума и при 𝑅 ≡ 0 совпадают с
формулами M-шага (6) классического EM-алгоритма для модели PLSA.

Для решения регуляризованной задачи оптимизации можно использовать тот же
метод, но с модифицированным M-шагом. Построенный таким образом EM-алгоритм
можно рассматривать как частный случай метода простой итерации.

2.4 Используемые регуляризаторы

Будем использовать два конкретных регуляризатора: сглаживание и разрежива-
ние, которые в наборе с другими подробно описаны в [27].

Сглаживание фоновых тем. Зафиксируем в нашей модели некоторое число
тем |𝑇 | и выделим подмножество 𝑇0 ⊂ 𝑇 для слов, составляющих общую лексику.
Текст на естественном языке обычно на 80%− 90% состоит из таких слов.

Основной интерес для нас представляют специализированные, тематические сло-
ва, поэтому будем считать, что общая лексика относится к фоновой теме, которая
должна стремиться к естественному распределению слов в языке 𝛽𝑤.
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Распределение 𝛽𝑤 можно взять равномерным, оценить по внешней коллекции,
например, по Википедии, или по исходной с помощью частот вхождения слов по
всем документам:

𝛽𝑤 =
𝑛𝑤

𝑛
=

∑︀
𝑑∈𝐷 𝑛𝑑𝑤∑︀
𝑑∈𝐷 𝑛𝑑

.

Потребуем, чтобы распределение 𝜑𝑤𝑡 было близко к распределению 𝛽𝑤 для фоно-
вых тем 𝑡 ∈ 𝑇0 по дивергенции Кульбака-Лейблера:

𝐾𝐿(𝛽𝑤‖𝜑𝑤𝑡) −→ min ⇐⇒ 𝑅(Φ) =
∑︁
𝑤∈𝑊

𝛽𝑤 log 𝜑𝑤𝑡 −→ max .

Продифференцируем 𝑅(Φ) и, согласно общей формуле M-шага (9), получим:

𝜑𝑤𝑡 ∝ 𝑛𝑤𝑡 + 𝛽0𝛽𝑤, для 𝑡 ∈ 𝑇0, (10)

где 𝛽0 > 0 — коэффициент регуляризации.

Аналогично, для каждого документа будем приближать фоновые темы по дивер-
генции Кульбака-Лейблера к равномерному распределению:

𝜃𝑡𝑑 ∝ 𝑛𝑡𝑑 + 𝛼0𝛼𝑡[𝑡 ∈ 𝑇0], 𝑑 ∈ 𝐷. (11)

Описанная регуляризация является аналогом известной вероятностной темати-
ческой модели LDA (Latent Dirichlet Allocation) [5], в которой предполагается, что
столбцы матриц Φ и Θ генерируются из распределений Дирихле.

Разреживание предметных тем. Каждая предметная тема должна состоять из
множества специализированных слов, отличающих данную тему от остальных тем
и от распределения слов в языке. Также каждый документ должен содержать лишь
малое число тем, поэтому будем отдалять наши распределения 𝜑𝑤𝑡 и 𝜃𝑡𝑑 от априорных
распределений 𝛽𝑤 и 𝛼𝑡 по дивергенции Кульбака-Лейблера.

В итоге формулы М-шага для предметных тем 𝑡 ∈ 𝑇 ∖𝑇0 получаются очень похо-
жими на формулы сглаживания (10) и (11), но только с другим знаком:

𝜑𝑤𝑡 ∝ (𝑛𝑤𝑡 − 𝛽1𝛽𝑤)+;

𝜃𝑡𝑑 ∝ (𝑛𝑑𝑡 + 𝛼0𝛼𝑡[𝑡 ∈ 𝑇0] − 𝛼1𝛼𝑡[𝑡 /∈ 𝑇0])+.
(12)

Здесь 𝛽1 > 0 и 𝛼1 > 0 — еще два коэффициента регуляризации, являющиеся пара-
метрами модели и требующие подбора.
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3 Оценки качества тематических моделей

От распределений 𝜑𝑤𝑡 и 𝜃𝑡𝑑, полученных в ходе построения тематической моде-
ли, требуется обладание многими полезными свойствами: разреженностью — боль-
шим числом нулей, отсутствием фоновых слов в предметных темах, различностью
предметных тем друг от друга, плавностью изменения тем во времени, а главное —
интерпретируемостью.

3.1 Когерентность

Наиболее популярная оценка интерпретируемости тематических моделей называ-
ется согласованностью или когерентностью [21, 18] и может вычисляться следую-
щим образом:

∙ Находим частоты встречаемости слов по отдельности и в парах:

𝑁𝑤𝑖
— число документов, содержащих слово 𝑤𝑖;

𝑁𝑤𝑖𝑤𝑗
— число документов, содержащих пару слов (𝑤𝑖, 𝑤𝑗) вместе.

При этом подсчет может вестись как по исходной коллекции, так и по внеш-
ним источникам, например, Википедии. Число вхождений также можно счи-
тать разными способами: как по целым документам, так и в окне разме-
ра 10− 20 слов.

∙ PMI (Pointwise Mutual Information) пары слов (𝑤𝑖, 𝑤𝑗):

PMI(𝑤𝑖, 𝑤𝑗) = log
𝑝(𝑤𝑖, 𝑤𝑗)

𝑝(𝑤𝑖)𝑝(𝑤𝑗)
≈ log

𝑁𝑤𝑖𝑤𝑗
|𝐷|+ 𝜀

𝑁𝑤𝑖
𝑁𝑤𝑗

,

где 𝜀 — добавка, чтобы логарифм всегда был определен, предложенная в [25].
В экспериментах бралось значение 𝜀 = 10−6.

Ecли слова независимы: 𝑝(𝑤𝑖, 𝑤𝑗) = 𝑝(𝑤𝑖)𝑝(𝑤𝑗), PMI равен нулю:

PMI(𝑤𝑖, 𝑤𝑗) = log
𝑝(𝑤𝑖)𝑝(𝑤𝑗)

𝑝(𝑤𝑖)𝑝(𝑤𝑗)
= log 1 = 0.

Чем более два слова согласованы друг с другом, тем чаще они встречаются
вместе и тем больше их PMI.

∙ Когерентность темы 𝑡 определяется как среднее арифметическое попарных
PMI среди 𝑘 = 10 наиболее вероятных слов темы:

Coherence(𝑡) =
2

𝑘(𝑘 − 1)

𝑘−1∑︁
𝑖=1

𝑘∑︁
𝑗=𝑖+1

PMI(𝑤(𝑖), 𝑤(𝑗)).

Здесь: 𝑤(𝑖) — слово с 𝑖-м по убыванию значением вероятности.
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Интерпретируемые темы обладают большой когерентностью. В эксперимен-
тах [22] было показано, что эта мера хорошо коррелирует с разметкой тем на ин-
терпретируемые и не интерпретируемые, сделанной экспертами-асессорами.

3.2 Дополнительные оценки качества

Помимо когерентности, будем следить за набором дополнительных характери-
стик, позволяющих наблюдать за процессом сходимости и определять, обладают ли
искомые распределения 𝜑𝑤𝑡 и 𝜃𝑡𝑑 теми или иными свойствами.

1. Перплексия — величина, выражающаяся через правдоподобие выборки и поз-
воляющая отслеживать сходимость метода оптимизации:

Perplexity(Φ,Θ) = exp
(︁
− 1

𝑛

∑︁
𝑑∈𝐷

∑︁
𝑤∈𝑊

𝑛𝑑𝑤 log 𝑝(𝑤|𝑑)
)︁
,

𝑝(𝑤|𝑑) =
∑︁
𝑡∈𝑇

𝜑𝑤𝑡𝜃𝑡𝑑, 𝑛 ≡
∑︁
𝑑∈𝐷

∑︁
𝑤∈𝑊

𝑛𝑑𝑤.

Численное значение перплексии не имеет интерпретации и позволяет лишь
сравнивать алгоритмы между собой. Значения чем меньше, тем лучше.

В экспериментах значение перплексии делилось на 1000 для попадания её в
интервал [0, 1] и отображения вместе с остальными метриками.

2. Разреженность матриц Φ и Θ — доля нулевых элементов.

В предметных темах разреженность достигает 90− 95%, поэтому, для хорошей
тематической модели разреженность необходима.

Лексическим ядром темы будем называть множество слов, отличающих данную тему
от остальных. Одним из способов формализации понятия ядра темы является [27]:

𝑊𝑡 = {𝑤 ∈ 𝑊 | 𝑝(𝑡|𝑤) > 𝛿}.

Параметр 𝛿 = 0.25. Подбирается с тем расчетом, чтобы размер ядра |𝑊𝑡| был от 20
до 200 слов.

На основе ядра темы строятся следующие две оценки:

4. Чистота — суммарная вероятность слов ядра:

Purity(𝑡) =
∑︁
𝑤∈𝑊𝑡

𝑝(𝑤|𝑡) =
∑︁
𝑤∈𝑊𝑡

𝜑𝑤𝑡

Показывает насколько хорошо тема описывается своим ядром. Чем выше, тем
лучше.

12



5. Контрастность — средняя вероятность встретить слова ядра в конкретной
теме:

Contrast(𝑡) =
1

|𝑊𝑡|
∑︁
𝑤∈𝑊𝑡

𝑝(𝑡|𝑤)

При большой контрастности тема однозначно угадывается по своему ядру, при
малой — тема размывается, становится нечеткой.

Дополнительно введем две оценки, показывающие, насколько хорошо фоновые
слова отделяются от тематических, и насколько различными оказываются тематики:

6. Зашумленность.

Пусть 𝛽𝑤 — естественное распределение слов в языке.

Noisiness(𝑡) =
∑︁
𝑤∈𝑊

𝜑𝑤𝑡𝛽𝑤

⧸︂ ∑︁
𝑤∈𝑊

𝛽 2
𝑤

— взвешенная средняя вероятность встретить в произвольном тексте слова из
темы. Принимает значения из [0, 1]. Большие значения зашумленности говорят
о наличии в теме фоновых слов.

7. Rescaled Dot Product.

Для двух фиксированных тем 𝑡1, 𝑡2 ∈ 𝑇 обозначим

𝑃 (𝑤) = 𝑝(𝑤|𝑡1), 𝑄(𝑤) = 𝑝(𝑤|𝑡2)

— векторы распределений слов по темам.

Rescaled Dot Product (отнормированное скалярное произведение) двух тематик
𝑡1 и 𝑡2 определяется как:

RescaledDotProduct(𝑡1, 𝑡2) =
𝑃 ·𝑄 − 𝑑Min

𝑑Max − 𝑑Min
,

𝑑Min =
−→
𝑃 ·
←−
𝑄, 𝑑Max =

−→
𝑃 ·
−→
𝑄,

где
−→
𝑃 — вектор, значения которого отсортированы по убыванию,

←−
𝑃 — по воз-

растанию; 𝑃 ·𝑄 — скалярное произведение между векторами.

В работе [7] было показано, что данная мера схожести между темами наиболее
хорошо коррелирует с экспертными оценками схожести.

Значения, близкие к 1, указывают на сильную корреляцию между темами.
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Для исследования моделей со временем, где каждому документу 𝑑 привязана
метка времени 𝑦𝑑 ∈ 𝑌 из множества временных отчетов, добавим еще три характе-
ристики:

8. Разреженность распределений 𝑝(𝑡|𝑦)— доля нулевых элементов среди всех
распределений тем во времени. Позволяет оценивать воздействие на модель
регуляризатора разреживания 𝑝(𝑡|𝑦).

9. Колебание темы во времени:

Variation(𝑡) =
∑︁
𝑦∈𝑌

⃒⃒√︀
𝑝(𝑦|𝑡) −

√︀
𝑝(𝑦 − 1|𝑡)

⃒⃒
;

Меньшие значения соответствуют более плавному изменению темы во времени.

10. Событийность темы.

Большое число тем для потоков текстовых документов можно разбить на два
класса: постоянные темы и темы-события.

Постоянные темы присутствуют на протежении всего промежутка времени,
распределение 𝑝(𝑦|𝑡) для такой темы близко к равномерному.

Тема-событие характеризуется внезапным появлением и постепенным затуха-
нием во времени, её распределение 𝑝(𝑦|𝑡) обладает большим числом нулей.

Определим величину событийности темы как долю чисел в распределении
𝑝(𝑦|𝑡), меньших заданного порога 𝜀.

Будем говорить, что тема — событие, если её событийность больше некоторой
величины 𝛿.

Константа 𝜀 определяет какие значения в 𝑝(𝑦|𝑡) мы полагаем равными нулю и
служит для устранения шума.

На выходе тематической модели мы получаем матрицы Φ и Θ. Чтобы оценить каче-
ство модели в целом, требуется усреднение.

В экспериментах бралась медиана по множеству тем для каждой характеристи-
ки, т.к. она обладает большей устойчивостью к разбросу значений, чем, например,
среднее арифметическое.
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4 Тематическая модель со временем

К документам может быть привязана дополнительная метаинформация, описы-
вающая источники, авторов или дату публикации. В тематическом моделировании
такая информация интересна как сама по себе, для интерпретации и визуализации
полученных тем, так и для улучшения качества модели, путем учета внешних связей
между документами.

Рассмотрим способ моделирования документов, привязанных ко времени.

Будем считать, что для каждого документа 𝑑 известен единственный момент вре-
мени 𝑦𝑑 = 𝑦(𝑑) ∈ 𝑌 из некоторого линейно-упорядоченного множества временных
меток.

4.1 Обзор известных моделей

Существует множество работ, посвященных анализу тематических моделей кол-
лекций документов со временем.

Некоторые авторы строят модели, никак не учитывающие время, а затем прово-
дят post hoc анализ динамик изменения тем [11, 12].

Ещё одним универсальным приёмом является использование онлайн алгоритмов
построения тематических моделей [2, 10]. Статические модели PLSA или LDA по-
следовательно обрабатывают приходящие пачки документов: запускается обычный
алгоритм построения модели, для которого в качестве начального приближения ис-
пользуется результат построения в предыдущий момент времени.

Способы явного включения времени в вероятностную модель чаще всего основаны
на байесовском подходе: желаемые особенности добавляются с помощью указания
априорных распределений на параметры.

Можно выделить два наиболее популярных направления: использование непре-
рывного априорного распределения 𝑝(𝑦|𝑡) времени для каждой темы и модели с дис-
кретным временем, основанные на Марковском свойстве.

Относящаяся к первому классу модель TOT (Topics Over Time, [29]) расширяет
модель LDA, задавая априорное бета-распределение времени для каждой темы:

𝑝(𝑦|𝑡) = Beta(𝑦|𝑎𝑡, 𝑏𝑡),

— время считается непрерывным из отрезка [0, 1]. Предполагается, что для каждого
документа метка времени 𝑦𝑑 генерируется из смеси:

𝑝(𝑦|𝑑) =
∑︁
𝑡∈𝑇

𝑝(𝑦|𝑡)𝑝(𝑡|𝑑).

15



Характерный вид бета-распределения не позволяет моделировать сложные пе-
риодические явления, а из-за ограниченности времени (𝑦 ∈ [0, 1]) обработка новых
документов не допускается.

Несмотря на эти недостатки, модель TOT получила большое развитие в лите-
ратуре, имеются её обобщения для учёта корреляций между темами [17], авторов
документов [20] и для непараметрического случая, когда число тем определяется по
коллекции автоматически, с помощью иерархических процессов Дирихле [9].

В моделях с Марковским свойством время дискретизируется, документы с оди-
наковой меткой времени собираются в пачки, для каждой из которых строится своя
тематическая модель. Модели для соседних моментов времени притягиваются друг
к другу с помощью некоторого распределения.

Так, в [4, 28] построенные в соседние моменты времени тематические модели LDA
связываются с помощью логит-нормального распределения, а в [30] — с помощью
распределения Дирихле. Существует большое число обобщений данного подхода на
непараметрический случай [23, 32, 1, 3].

Особенностью такого подхода является динамичность тем с течением времени:
темы могут значительно расширяться и даже переходить в другие предметные обла-
сти. Например, представим подмножества документов с тремя четкими парами тем:
«птицы и полёты», «полёты и физика», «физика и квантовая механика». Тематиче-
ская модель этой коллекции с динамическими темами может привести исследователя
к нежелательному выводу о существовании в ней связи между птицами и квантовой
механикой. Модель со статическими, хорошо различающимися между собой темами,
позволяет избегать таких недостатков.

4.2 Описание модели

Расширим наше вероятностное пространство на множество 𝐷 ×𝑊 × 𝑇 × 𝑌 .
Примем гипотезу условной независимости для распределения тем во времени —

вероятность метки 𝑦 в фиксированном документе 𝑑 не зависит от выбранной темы 𝑡:

𝑝(𝑦|𝑡, 𝑑) = 𝑝(𝑦|𝑑). (13)

В нашей модели будем считать, что распределение временных меток по докумен-
там является вырожденным:

𝑝(𝑦|𝑑) = [𝑦 = 𝑦𝑑].
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Найдем распределение временных меток для каждой темы:

𝑝(𝑦|𝑡) =
∑︁
𝑑∈𝐷

𝑝(𝑦|𝑡, 𝑑)𝑝(𝑑|𝑡) =
∑︁
𝑑∈𝐷

[𝑦 = 𝑦𝑑]
𝑝(𝑡|𝑑)𝑝(𝑑)

𝑝(𝑡)
=

=
∑︁
𝑑∈𝐷𝑦

𝜃𝑡𝑑𝑝(𝑑)

𝑝(𝑡)
=

1

𝑝(𝑡)

∑︁
𝑑∈𝐷𝑦

𝜃𝑡𝑑𝑝(𝑑),

(14)

где 𝐷𝑦 = {𝑑 ∈ 𝐷 | 𝑦𝑑 = 𝑦} — множество документов, привязанных к моменту
времени 𝑦.

По формуле Байеса выводим распределение тем для фиксированного момента
времени:

𝑝(𝑡|𝑦) =
𝑝(𝑦|𝑡)𝑝(𝑡)

𝑝(𝑦)
=

1

𝑝(𝑦)

∑︁
𝑑∈𝐷𝑦

𝜃𝑡𝑑𝑝(𝑑). (15)

С помощью счетчиков: 𝑛𝑑, 𝑛𝑡 и 𝑛𝑦 ≡
∑︀

𝑑∈𝐷𝑦

𝑛𝑑 — можем получить следующие

частотные оценки для вероятностей:

𝑝(𝑦|𝑡) =
1

𝑛𝑡

∑︁
𝑑∈𝐷𝑦

𝜃𝑡𝑑𝑛𝑑,

𝑝(𝑡|𝑦) =
1

𝑛𝑦

∑︁
𝑑∈𝐷𝑦

𝜃𝑡𝑑𝑛𝑑.

(16)

4.3 Регуляризаторы времени

Распределения 𝑝(𝑦|𝑡) и 𝑝(𝑡|𝑦) можно использовать как для визуализации темати-
ческой модели, так и для улучшения её качества.

Определим два регуляризатора, использующих метки времени:

Разреживание 𝑝(𝑡|𝑦) — основано на предположении, что в каждый момент вре-
мени число актуальных тем невелико.

Действуя аналогично разреживанию предметных тем (12), будем отдалять рас-
пределение 𝑝(𝑡|𝑦) от равномерного по дивергенции Кульбака-Лейблера:

𝑅1(Θ) = −
∑︁
𝑦∈𝑌

∑︁
𝑡∈𝑇

1

|𝑇 |
log 𝑝(𝑡|𝑦) −→ max

Θ
,

𝜕𝑅1

𝜕𝜃𝑡𝑑
= − 1

|𝑇 |
𝑝(𝑑)/𝑝(𝑦)

𝑝(𝑡|𝑦)
, где 𝑦 = 𝑦(𝑑).

Производная регуляризатора не изменится, если вместо 𝑝(𝑡|𝑦) разреживать рас-
пределение 𝑝(𝑦|𝑡). Отсюда получаем другую интерпретацию этого регуляризатора:
разреживаем моменты времени, в которые тема присутствует.
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Распределение 𝑝(𝑦|𝑡) можно рассматривать как нормированный временной ряд.
Тогда каждый регуляризатор стремится придать этому ряду те или иные свойства:
разреженность, сглаженность, периодичность и т.п.

Плавность изменения 𝑝(𝑦|𝑡) — с течением времени тема должна изменяться
плавно, с редкими скачками:

𝑅2(Θ) = −
∑︁
𝑡∈𝑇

∑︁
𝑦∈𝑌

⃒⃒
𝑝(𝑦|𝑡)− 𝑝(𝑦 − 1|𝑡)

⃒⃒
−→ max

Θ
.

Преимуществом этого функционала перед более гладкими аналогами, например,
суммой квадратов отклонений, является отбор тем во времени, подобно отбору при-
знаков в 𝐿1-регуляризации линейной регрессии.

Похожая регуляризация успешно применяется при решении задач разладки вре-
менного ряда [14]. Модуль позволяет определять моменты времени, когда временной
ряд переключается с одного режима на другой, а также поощряет зануление участков
ряда с незначительными отклонениями от нуля.

Недостаток такого подхода: недифференцируемость модуля в нуле.

Для вывода формулы M-шага рассмотрим регуляризованную задачу максимиза-
ции правдоподобия в общем случае, вместе с негладким регуляризатором:

⎧⎪⎪⎨⎪⎪⎩
∑︀
𝑑∈𝐷

∑︀
𝑤∈𝑊

𝑛𝑑𝑤 log
∑︀
𝑡∈𝑇

𝜑𝑤𝑡𝜃𝑡𝑑 + 𝑅(Φ,Θ) −
𝑟∑︀

𝑖=1

𝜏𝑖
⃒⃒
𝑅𝑖(Φ,Θ)

⃒⃒
−→ max

Φ,Θ
,

𝜑𝑤𝑡 > 0, 𝜃𝑡𝑑 > 0,
∑︀
𝑤

𝜑𝑤𝑡 = 1,
∑︀
𝑡

𝜃𝑡𝑑 = 1,

(17)

где первое слагаемое есть правдоподобие модели, 𝑅(Φ,Θ) — гладкий регуляризатор, а
𝑅𝑖(Φ,Θ) суть линейные по Φ и Θ функции (линейность используется для выполнения
условий регулярности [31]), 𝜏𝑖 > 0 — коэффициенты регуляризации.

Справедливо следующее утверждение:

Теорема 2. Если (Φ,Θ) — локальный максимум задачи (17) с указанными огра-
ничениями на 𝑅(Φ,Θ) и 𝑅𝑖(Φ,Θ), тогда для любой не перерегуляризованной темы
𝑡 ∈ 𝑇 и любого не перерегуляризованного документа 𝑑 ∈ 𝐷 справедлива следующая
система уравнений:

𝜑𝑤𝑡 ∝

(︃
𝑛𝑤𝑡 + 𝜑𝑤𝑡

(︁ 𝜕𝑅

𝜕𝜑𝑤𝑡

−
𝑟∑︁

𝑖=1

𝜏𝑖
𝜕𝑅𝑖

𝜕𝜑𝑤𝑡

sign(𝑅𝑖)
)︁)︃

+

; (18)

𝜃𝑡𝑑 ∝

(︃
𝑛𝑡𝑑 + 𝜃𝑡𝑑

(︁ 𝜕𝑅

𝜕𝜃𝑡𝑑
−

𝑟∑︁
𝑖=1

𝜏𝑖
𝜕𝑅𝑖

𝜕𝜃𝑡𝑑
sign(𝑅𝑖)

)︁)︃
+

;
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где

sign(𝑥) =

⎧⎪⎪⎨⎪⎪⎩
1, 𝑥 > 0,

−1, 𝑥 < 0,

[−1, 1], 𝑥 = 0.

Примечание. В случае, когда аргумент функции sign равен нулю, выражения (18)
означают принадлежность величин 𝜑𝑤𝑡 и 𝜃𝑡𝑑 множествам, указанным в правых ча-
стях.

Доказательство. Введём для каждой величины под модулем 𝐺𝑖 = 𝑅𝑖(Φ,Θ) две
дополнительные переменные 𝐺+

𝑖 и 𝐺−
𝑖 — положительную и отрицательную срезку:

𝐺+
𝑖 ≡ max{𝐺𝑖, 0}, 𝐺−

𝑖 ≡ max{−𝐺𝑖, 0};

𝐺𝑖 = 𝐺+
𝑖 − 𝐺−

𝑖 , |𝐺𝑖| = 𝐺+
𝑖 + 𝐺−

𝑖 .

Добавив в общей сложности 2 𝑟 новых переменных
{︀
𝐺+

𝑖 , 𝐺
−
𝑖

}︀𝑟
𝑖=1
≡ 𝐺, получим

новую задачу оптимизации с ограничениями, эквивалентную исходной:

∑︁
𝑑∈𝐷

∑︁
𝑤∈𝑊

𝑛𝑑𝑤 log
∑︁
𝑡∈𝑇

𝜑𝑤𝑡𝜃𝑡𝑑 + 𝑅(Φ,Θ) −
𝑟∑︁

𝑖=1

𝜏𝑖
(︀
𝐺+

𝑖 + 𝐺−
𝑖

)︀
−→ max

Φ,Θ,𝐺
,

Ограничения типа равенство:

𝐺+
𝑖 −𝐺−

𝑖 = 𝑅𝑖(Φ,Θ),
∑︁
𝑤

𝜑𝑤𝑡 = 1,
∑︁
𝑡

𝜃𝑡𝑑 = 1.

Ограничения типа неравенство:

𝜃𝑡𝑑 > 0, 𝜑𝑤𝑡 > 0, 𝐺+
𝑖 > 0, 𝐺−

𝑖 > 0.

Запишем Лагранжиан:

𝐿 =
∑︁
𝑑

∑︁
𝑤

𝑛𝑑𝑤 log
∑︁
𝑡

𝜑𝑤𝑡𝜃𝑡𝑑 + 𝑅(Φ,Θ) −
∑︁
𝑖

𝜏𝑖
(︀
𝐺+

𝑖 + 𝐺−
𝑖

)︀
+

+
∑︁
𝑡

𝜆𝑡(1−
∑︁
𝑤

𝜑𝑤𝑡) +
∑︁
𝑤

∑︁
𝑡

𝜆𝑤𝑡𝜑𝑤𝑡 +

+
∑︁
𝑑

𝜇𝑑(1−
∑︁
𝑡

𝜃𝑡𝑑) +
∑︁
𝑡

∑︁
𝑑

𝜇𝑡𝑑𝜃𝑡𝑑 +

+
∑︁
𝑖

𝜂𝑖(𝐺
+
𝑖 −𝐺−

𝑖 −𝑅𝑖(Φ,Θ)) +
∑︁
𝑖

𝜉𝑖𝐺
+
𝑖 +

∑︁
𝑖

𝜁𝑖𝐺
−
𝑖 ,

где {𝜆𝑡, 𝜆𝑤𝑡, 𝜇𝑑, 𝜇𝑡𝑑, 𝜂𝑖, 𝜉𝑖, 𝜁𝑖} — набор двойственных переменных.
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По теореме Каруша -Куна -Таккера [6], если (Φ,Θ, 𝐺) — точка локального макси-
мума задачи с ограничениями, то существует набор двойственных переменных такой,
что:

∇(Φ,Θ,𝐺)𝐿 = 0,

𝜇𝑡𝑑 > 0, 𝜆𝑤𝑡 > 0, 𝜉𝑖 > 0, 𝜁𝑖 > 0,

𝜇𝑡𝑑𝜃𝑡𝑑 = 0, 𝜆𝑤𝑡𝜑𝑤𝑡 = 0, 𝜉𝑖𝐺
+
𝑖 = 0, 𝜁𝑖𝐺

−
𝑖 = 0.

Докажем отсюда утверждение теоремы для Θ, для Φ доказательство полностью
аналогичное.

Посчитаем производные:

𝜕𝐿

𝜕𝜃𝑡𝑑
=
∑︁
𝑤

𝑛𝑑𝑤
𝜑𝑤𝑡

𝑝(𝑤|𝑑)
+

𝜕𝑅

𝜕𝜃𝑡𝑑
− 𝜇𝑑 + 𝜇𝑡𝑑 −

∑︁
𝑖

𝜂𝑖
𝜕𝑅𝑖

𝜕𝜃𝑡𝑑
= 0.

Домножим на 𝜃𝑡𝑑:

𝑛𝑡𝑑 + 𝜃𝑡𝑑

(︃
𝜕𝑅

𝜕𝜃𝑡𝑑
−
∑︁
𝑖

𝜂𝑖
𝜕𝑅𝑖

𝜕𝜃𝑡𝑑

)︃
= 𝜃𝑡𝑑𝜇𝑑.

Просуммируем по 𝑡 — получим выражение для 𝜇𝑑:

𝜇𝑑 = 𝑛𝑑 +
∑︁
𝑡

𝜃𝑡𝑑

(︃
𝜕𝑅

𝜕𝜃𝑡𝑑
−
∑︁
𝑖

𝜂𝑖
𝜕𝑅𝑖

𝜕𝜃𝑡𝑑

)︃
.

Если документ 𝑑 не перерегуляризован получим:

𝜃𝑡𝑑 ∝

(︃
𝑛𝑡𝑑 + 𝜃𝑡𝑑

(︁ 𝜕𝑅

𝜕𝜃𝑡𝑑
−
∑︁
𝑖

𝜂𝑖
𝜕𝑅𝑖

𝜕𝜃𝑡𝑑

)︁)︃
+

.

Осталось найти выражение для 𝜂𝑖.
Производные по введённым переменным:

𝜕𝐿

𝜕𝐺+
𝑖

= −𝜏𝑖 + 𝜂𝑖 + 𝜉𝑖 = 0,

𝜕𝐿

𝜕𝐺𝑖
𝑖

= −𝜏𝑖 − 𝜂𝑖 + 𝜁𝑖 = 0;

(19)

⇒

𝜉𝑖 = 𝜏𝑖 − 𝜂𝑖 > 0,

𝜁𝑖 = 𝜏𝑖 + 𝜂𝑖 > 0;
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— условия неотрицательности сопряженных переменных, соответствующих ограни-
чениям неравенствам.

Отсюда:

|𝜂𝑖| 6 𝜏𝑖.

Домножим условия (19) на 𝐺+
𝑖 и 𝐺−

𝑖 соответственно и сложим:

−𝜏𝑖(𝐺+
𝑖 + 𝐺−

𝑖 ) + 𝜂𝑖(𝐺
+
𝑖 −𝐺−

𝑖 ) = 0.

Рассмотрев два случая (𝐺+
𝑖 +𝐺−

𝑖 ̸= 0) и (𝐺+
𝑖 +𝐺−

𝑖 = 0), окончательно получаем:

𝜂𝑖 = 𝜏𝑖 sign(𝑅𝑖).

�

Условию линейности по Φ и Θ удовлетворяют выражения вида 𝑝(𝑦|𝑡) − 𝑝(𝑦−1|𝑡),
𝑝(𝑦+ 1|𝑡) − 2𝑝(𝑦|𝑡) + 𝑝(𝑦−1|𝑡) и другие аналоги разностных производных для 𝑝(𝑦|𝑡).

Применяя теорему 2 к регуляризатору плавного изменения 𝑝(𝑦|𝑡) получим сле-
дующую формулу M-шага модифицированного EM-алгоритма:

𝜃𝑡𝑑 ∝

(︃
𝑛𝑡𝑑 + 𝜃𝑡𝑑

𝜕𝑅

𝜕𝜃𝑡𝑑
+ 𝜃𝑡𝑑

𝑛𝑑

𝑛𝑡

𝜏2

(︁
− sign

(︀
𝑝(𝑦|𝑡)− 𝑝(𝑦 − 1|𝑡)

)︀
+ sign

(︀
𝑝(𝑦 + 1|𝑡)− 𝑝(𝑦|𝑡)

)︀)︁)︃
+

,

В экспериментах значение функции sign в нуле бралось либо равным 0, либо
генерировалось случайно из равномерного распределения, заметной разницы между
этими двумя подходами выявлено не было.
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4.4 Эксперименты

Эксперименты проводились на коллекции пресс-релизов министерств иностран-
ных дел ряда стран за промежуток времени длиной более десяти лет.

Всего около 20 000 документов.
Каждое сообщение состояло из заголовка, основного текста и дополнительной

информации: даты создания документа, источника, и страны происхождения. Все
сообщения на английском языке.

Предварительная обработка включала извлечение данных, избавление от мусо-
ра (случайно попавших элементов верстки) и лемматизацию текста с помощью лек-
сической базы WordNet1 и библиотеки NLTK2.

На выходе лемматизатора получались слова, приведенные к нормальной форме,
после чего составлялся словарь и матрица частот.

Слова, встречающиеся суммарно менее 10 раз, отбрасывались как слишком ред-
кие, шумовые, не несущие частотной тематической информации.

Настройка тематической модели
Для настройки параметров тематической модели были отобраны 2000 доку-

ментов. Объем словаря |𝑊 | составил 5070 слов. Число тем было фиксированным
|𝑇 | = 100.

В экспериментах проводилось по 100 итераций EM-алгоритма из случайных на-
чальных приближений. Сильной зависимости от начального приближения (как в
модельных данных на рис. 1) выявлено не было, поэтому дальнейшие запуски вы-
полнялись для одного-двух приближений.

Использовалась следующая тактика регуляризации: выделялись три фоновых те-
мы с целью притягивания стоп-слов, которые подвергались сглаживанию с первой
итерации. Для остальных тем применялись разреживающие регуляризаторы, кото-
рые включались с 15− 20 итерации и постепенно увеличивали свое действие.

Подбор коэффициентов регуляризации выполнялся поочередно: фиксировались
все коэффициенты, кроме одного, значения которого варьировались на отрезке
[0, 𝜏max]. Выбиралось значение с большей когерентностью, при этом велся учет
остальных характеристик и ручное оценивание тем. Допускались значения с не са-
мой большой (но локально максимальной) когерентностью, если другие параметры
модели были значительно лучше.

После выбора оптимального параметра, он становился фиксированным, а поиск
продолжался для остальных коэффициентов. Данный процесс является близким ана-

1http://wordnet.princeton.edu

2http://www.nltk.org
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логом покоордиантного спуска, но с постоянным контролем модели и выбором реше-
ний, лучших по совокупности критериев.

На рис. 3 приведено сравнение изначальной PLSA и наилучшей регуляризован-
ной модели ARTM.
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Рис. 3: Сравнение моделей PLSA и регуляризованной ARTM.
На верхних графиках показан процесс сходимости от числа итераций, на нижнем: когерент-
ности обоих моделей. Запуск производился из одного и того же начального приближения.

Добавление времени
После настройки базовой тематической модели, в неё было добавлено вычисление

распределений 𝑝(𝑡|𝑦) и 𝑝(𝑦|𝑡), визуализация тематик во времени и регуляризаторы
разреживания и плавного изменения 𝑝(𝑦|𝑡). На рис. 4 и 5 представлены характери-
стики модели в зависимости от коэффициентов регуляризации.

Регуляризатор разреживания 𝑝(𝑡|𝑦) увеличивает долю нулевых элементов в рас-
пределениях 𝑝(𝑡|𝑦), при правильном подборе коэффициента регуляризации способ-
ствует улучшению интерпретируемости и уменьшению колебания тем во времени.

При большем разреживании число тем-событий начинает сходиться к определен-
ному значению и становится всё менее чувствительным к порогу 𝛿, разделяющем по
метрике событийности постоянные темы от кратковременных.
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Рис. 4: Настройка параметра регуляризации 𝜏1 — разреживание рас-
пределения 𝑝(𝑡|𝑦).
Оптимальными значениями для 𝜏1 видятся 4000− 6000: доля нулей в распределе-
ниях 𝑝(𝑡|𝑦) достигает 90%, интерпретируемость улучшается.
Дальнейшее увеличение 𝜏1 ведет к значительному падению когерентности.
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Регуляризатор плавного изменения 𝑝(𝑦|𝑡) способствует уменьшению колебания
тем во времени, стремясь сблизить соседние значения вероятностей 𝑝(𝑦|𝑡) и 𝑝(𝑦−1|𝑡).

Имеет смысл применять его совместно с разреживанием 𝑝(𝑡|𝑦), иначе модель
ведет себя нестабильно, процесс сходимости начинает сильно зависеть от начального
приближения, а темы перестают иметь визуальную интерпретацию.

Также увеличение плавности 𝑝(𝑦|𝑡) ведёт к образованию всё большего числа по-
стоянных тем, в связи с чем могут исчезать интересуемые темы-события. В таких
случаях предлагается увеличивать параметр |𝑇 | — число тем в модели.

24



Рис. 5: Настройка параметра регуляризации 𝜏2 плавного измене-
ния 𝑝(𝑦|𝑡).

Разреживание 𝑝(𝑡|𝑦) фиксировано: 𝜏1 = 4000.

Представляются оптимальными значения 𝜏2 6 0.012, при которых про-
исходит уменьшение колебания тем во времени и улучшение визуального
представления тем, а когерентность и остальные характеристики остаются на
приемлемом уровне
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Рис. 6: Визуализация набора тем для всей коллекции.
Для каждой темы приведен список самых вероятных слов в ней и распределения моментов времени 𝑝(𝑦|𝑡).
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5 Нормировка коэффициентов регуляризации

При фиксированных коэффициентах регуляризации {𝜏𝑖} задача максимизации
регуляризованного правдоподобия

log L (Φ,Θ) +
∑︁
𝑖

𝜏𝑖𝑅𝑖(Φ,Θ) −→ max
Φ,Θ

решается итерационным методом — EM-алгоритмом.

Естественным вопросом встает выбор коэффиентов {𝜏𝑖} и интерпретация их зна-
чений. В общем случае требуется введение критерия или набора критериев, требу-
ющих оптимизации, после чего коэффициенты подбираются таким образом, чтобы
достичь оптимума.

Здесь мы обсудим возможную репараметризацию коэффициентов, придающую
им интерпретируемое значение и упрощающую процесс настройки тематической мо-
дели.

5.1 Регуляризаторы сглаживания и разреживания

Рассмотрим формулу М-шага (10), сглаживающую распределение 𝜑𝑤𝑡:

𝜑𝑤𝑡 ∝ 𝑛𝑤𝑡 + 𝜏𝛽𝑤 ⇐⇒

⇐⇒ 𝜑𝑤𝑡 =
𝑛𝑤𝑡 + 𝜏𝛽𝑤∑︀

𝑤∈𝑊 (𝑛𝑤𝑡 + 𝜏𝛽𝑤)
=

𝑛𝑤𝑡 + 𝜏𝛽𝑤

𝑛𝑡 + 𝜏
.

Интуитивно, мы хотим притянуть распределение 𝑛𝑤𝑡/𝑛𝑡, полученное как оценка
максимального правдоподобия, к априорному распределению 𝛽𝑤 c некоторым ве-
сом 𝜆.

Попробуем представим 𝜑𝑤𝑡 как выпуклую комбинацию этих двух распределений:

𝜑𝑤𝑡 = (1− 𝜆)
𝑛𝑤𝑡

𝑛𝑡

+ 𝜆𝛽𝑤, где 0 6 𝜆 6 1.

Крайнему значению 𝜆 = 0 соответствует отсутствие регуляризации, а при 𝜆 = 1

достигаем максимального сглаживания: распределение 𝜑𝑤𝑡 становится равным апри-
орному распределению 𝛽𝑤.

Приравняем теперь оба представления 𝜑𝑤𝑡 и выразим коэффициент 𝜏 через зна-
чение 𝜆:

𝜑𝑤𝑡 =
𝑛𝑤𝑡 + 𝜏𝛽𝑤

𝑛𝑡 + 𝜏
= (1− 𝜆)

𝑛𝑤𝑡

𝑛𝑡

+ 𝜆𝛽𝑤; ⇒ 𝜏 =
𝑛𝑡𝜆

1− 𝜆
.

Таким образом мы получили новое представление M-шагa:

𝜑𝑤𝑡 ∝ 𝑛𝑤𝑡 + 𝑛𝑡
𝜆

1− 𝜆
𝛽𝑤,
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счётчик 𝑛𝑡 оценивает число слов в коллекции, принадлежащих теме 𝑡, а величина 𝜆
1−𝜆

определяет во сколько раз регуляризатор сглаживания влияет на оценку 𝜑𝑤𝑡 больше,
чем коллекция.

Новый коэффициент регуляризации зависит от темы: чем больше значение 𝑛𝑡,
тем сильнее будет происходить сглаживание этой темы.

Возможная альтернатива здесь заключается в том, чтобы усреднить коэффици-
ент регуляризации по всем темам. Получим следующее выражение:

𝜑𝑤𝑡 ∝ 𝑛𝑤𝑡 +
𝑛

|𝑇 |
𝜆

1− 𝜆
𝛽𝑤,

в котором коэффициент регуляризации уже не зависит от темы 𝑡.

Рис. 7: Иллюстрация работы регу-
ляризаторов.
Сверху: сглаживание, снизу: разрежива-
ние.
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В случае регуляризатора разреживания примени-
мы те же рассуждения.
Оценку для 𝑝(𝑤|𝑡) М-шага:

𝜑𝑤𝑡 ∝
(︁
𝑛𝑤𝑡 − 𝜏𝛽𝑤

)︁
+
,

мы представим в виде барицентрической комбинации
двух известных распределений:

𝜑𝑤𝑡 = (1− 𝜆)
𝑛𝑤𝑡

𝑛𝑡

+ 𝜆𝛽𝑤, 𝜆 ∈ R.

Получим следующую репараметризацию:

𝜑𝑤𝑡 ∝
(︁
𝑛𝑤𝑡 − 𝑛𝑡

𝜆

1 + 𝜆
𝛽𝑤

)︁
+
, 𝜆 > 0,

в которой величина 𝜆
1+𝜆

имеет ту же ясную интерпре-
тацию: во сколько раз регуляризатор разреживания
влияет на оценку 𝜑𝑤𝑡 больше, чем коллекция.

На рис. 7 показана геометрическая иллюстрация
работы регуляризаторов разреживания и сглажива-
ния.

Множество всех распределений над словарем 𝑊

образует симплекс тем в |𝑊 |-мерном пространстве:

△|𝑊 |−1 =
{︁
𝑥 ∈ R|𝑊 | ⃒⃒ 𝑥𝑘 > 0,

∑︁
𝑘

𝑥𝑘 = 1
}︁
.

Каждая точка этого симплекса соответствует некоторому распределению.
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Регуляризатор сглаживания на М-шаге смещает оценку максимального правдо-
подобия 𝑛𝑤𝑡

𝑛𝑡
в сторону априорного распределения 𝛽𝑤 на вектор, длина которого про-

порциональна расстоянию между распределениями, с коэффициентом пропорцио-
нальности 𝜆.

Регуляризатор разреживания, наоборот, отдаляет оценку максимального прав-
доподобия от заданного априорного распределения. В случае, когда вектор сдвига
слишком большой, оценка остается на границе симплекса благодаря операции поло-
жительной срезки, при этом некоторые компоненты распределения зануляются.

5.2 Общий случай

Интерпретируемая репараметризация возможна и в общем случае 𝑟 гладких ре-
гуляризаторов:

𝜑𝑤𝑡 ∝

(︃
𝑛𝑤𝑡 +

𝑘∑︁
𝑖=1

𝜏𝑖𝜑𝑤𝑡
𝜕𝑅𝑖

𝜕𝜑𝑤𝑡

)︃
+

.

Для каждого регуляризатора 𝑅𝑖(Φ,Θ), 1 6 𝑖 6 𝑟 определим следующие величи-
ны:

∙ 𝑟𝑖𝑡 ≡
∑︀

𝑤∈𝑊

⃒⃒⃒
𝜑𝑤𝑡

𝜕𝑅𝑖

𝜕𝜑𝑤𝑡

⃒⃒⃒
— воздействие регуляризатора на тему 𝑡;

∙ 𝑟𝑖 ≡
∑︀
𝑡∈𝑇

𝑟𝑖𝑡 — суммарное воздействие регуляризатора на коллекцию.

Формулу M-шага запишем в следующем виде:

𝜑𝑤𝑡 ∝

(︃
𝑛𝑤𝑡 +

𝑘∑︁
𝑖=1

𝜏𝑖

(︁
𝛾𝑖
𝑛𝑡

𝑟𝑖𝑡
+ (1− 𝛾𝑖)

𝑛

𝑟𝑖

)︁
𝜑𝑤𝑡

𝜕𝑅𝑖

𝜕𝜑𝑤𝑡

)︃
+

,

где 𝜏𝑖 — новый коэффициент регуляризации, показывающий во сколько раз соответ-
ствующий регуляризатор влияет на оценку 𝑝(𝑤|𝑡) больше, чем коллекция;

𝛾𝑖 ∈ [0, 1] — степень индивидуализации, задающая наше предпочтение между рав-
номерной регуляризацией по всем темам (𝛾𝑖 = 0) и индивидуальным подходом к
каждой теме (𝛾𝑖 = 1).

Аналогичный подход возможен и для оценок 𝑝(𝑡|𝑑):

𝜃𝑡𝑑 ∝

(︃
𝑛𝑡𝑑 +

𝑘∑︁
𝑖=1

𝜏𝑖

(︁
𝛾𝑖
𝑛𝑡

𝑟𝑖𝑑
+ (1− 𝛾𝑖)

𝑛

𝑟𝑖

)︁
𝜃𝑡𝑑

𝜕𝑅𝑖

𝜕𝜃𝑡𝑑

)︃
+

,

где 𝑟𝑖𝑑 ≡
∑︀
𝑡∈𝑇

⃒⃒⃒
𝜃𝑡𝑑

𝜕𝑅𝑖

𝜕𝜃𝑡𝑑

⃒⃒⃒
— воздействие регуляризатора на документ 𝑑,

𝑟𝑖 ≡
∑︀
𝑡∈𝐷

𝑟𝑖𝑑 — суммарное воздействие регуляризатора на коллекцию.
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5.3 Эксперименты

Эксперименты с отнормированными коэффициентами регуляризации проводи-
лись на коллекции пресс-релизов, из которой было взято первых 1000 документов.

Были зафиксированы подобранные коэффициенты регуляризаторов сглаживания
распределений 𝑝(𝑤|𝑡) и 𝑝(𝑡|𝑑) для фоновых тем и разреживания 𝑝(𝑡|𝑑) предметных
тем.

Значение коэффициента разреживания распределений 𝑝(𝑤|𝑡) для предметных тем
варьировалось по сетке.

Для каждого набора значений коэффициентов регуляризации строилась темати-
ческая модель и подсчитывалась когерентность найденных тем.

Число тем задавалось: |𝑇 | = 50, 100, 150, 200.

На рис. 8 показано сравнение моделей до и после нормировки коэффициента.

Рис. 8: Сверху: ненормированный коэффициент регуляризатора раз-
реживания, снизу: после репараметризации.
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Видно, что в общем случае коэффициент регуляризации может принимать боль-
шие значения, плохо поддающиеся интерпретации. При изменении числа тем в мо-
дели, область оптимальных значений коэффициентов изменяется.

После предложенной нормировки величина коэффициента показывает во сколько
раз регуляризатор влияет на оценку сильнее, чем коллекция, а область оптимальных
значений становится более устойчивой к изменению остальных параметров.

На рис. 9 показана зависимость качества модели от коэффициента регуляриза-
ции для разных значений параметра 𝛾.

Рис. 9: Влияние степени индивидуализации 𝛾. Сверху: 100 тем, сни-
зу: 200 тем.

При увеличении 𝛾 область оптимальных значений коэффициента регуляризации
становится больше, увеличивается стабильность в настройке модели.
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6 Заключение

В данной работе предлагается аддитивно регуляризованная темпоральная тема-
тическая модель, учитывающая метки времени документов.

Использование дополнительной априорной информации позволяет улучшить ка-
чество модели, что демонстрируется на коллекции пресс-релизов министерств ино-
странных дел ряда стран за промежуток времени длиной более десяти лет.

Основным теоретическим результатом работы являются формулы регуляризован-
ного EM-алгоритма для негладкой задачи оптимизации.

Также в работе предложен адаптивный способ репараметризации коэффициентов
регуляризации, позволяющий сделать процесс настройки модели более устойчивым,
и сбалансировать воздействия регуляризаторов на отдельные темы и документы.
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