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Содержание предыдущих лекций

EM-алгоритм. Использование EM-алгоритма для отбора признаков в
байесовской линейной регрессии.
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EM-алгоритм: воспоминание

Пусть D = (X, y) – наблюдаемые переменные, Z – скрытые переменные.
p(D, Z|Θ) = p(D|Z, Θ)p(Z|Θ).

Вопрос 1: как решить задачу p(D|Θ) =

∫

p(D, Z|Θ)dZ → max
Θ

?

EM-алгоритм
Введем F (q, Θ) = −

∫

q(Z) log q(Z)dZ+

∫

q(Z) log p(D, Z|Θ)dZ =

−

∫

q(Z) log q(Z)dZ+

∫

q(Z) log p(Z|D, Θ)dZ+

∫

log p(D|Θ)q(Z)dZ =

log p(D|Θ)−

∫

q(Z) log q(Z)
p(Z|D,Θ)dZ = log p(D|Θ)−DKL(q‖p(Z|D, Θ)).

Идея 1: p(D|Θ) → max
Θ

заменим на F (q, Θ) → max
q,Θ

.

Идея 2: Пошагово оптимизируем по Θ и q, то есть

1 E-шаг: qs = F (q, Θs−1) → max
q∈Q

;

2 M-шаг: Θs = F (qs, Θ) → max
Θ

.

Вопрос: Зачем q ∈ Q? Как E-шаг был выполнен при максимизации
обоснованности для модели линейной регрессии?
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Вариационный EM-алгоритм. E-шаг

F (q, Θs−1) → max
q∈Q

⇐⇒ DKL(q‖p(Z|D, Θ)) → min
q∈Q

.

DKL(q‖p(Z|D, Θ)) = log p(D|Θ) +

∫

q(Z) log
q(Z)

p(D, Z|Θ)
dZ.

Пусть Q =

{

q : q(Z) =
K∏

k=1

q(Zk)

}

, тогда

DKL(q‖p(Z|D, Θ)) ∝

∫ K∏

k=1

q(Zk) log

∏K
j=1 q(Zj)

p(D, Z1, . . . , ZK |Θ)
dZ1 . . . dZK =

∫

q(Zk) log q(Zk)




∏

j 6=k

∫

q(Zj)dZj





︸ ︷︷ ︸

=1

dZk −
∑

j 6=k

Cj

∫

q(Zk)dZk

︸ ︷︷ ︸

=1

−

∫

q(Zk)





∫
∏

j 6=k

q(Zj) log p(D, Z1, . . . , ZK |Θ)dZj 6=k





︸ ︷︷ ︸

Eq\k log p(D, Z|Θ)

dZk ∝

∫

q(Zk) log
q(Zk)

1
C
eEq\k log p(D, Z|Θ)

dZk → min
q(Zk)

.
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Вариационный EM-алгоритм

F (q, Θ) =

∫

q(Z) log
p(D, Z|Θ)

q(Z)
dZ = log p(D|Θ)−DKL(q‖p(Z|D, Θ)).

E-шаг.

∫

q(Zk) log
q(Zk)

1
C
eEq\k log p(D, Z|Θ)

dZk → min
q(Zk)

.

Полный алгоритм

Пошагово оптимизируем по Θ и q(Zk), k = 1, . . . , K, то есть

1 E-шаг: log q(Zs
k) ∝ Eq\k log p(D, Z|Θs−1);

2 M-шаг: Eqs log p(D, Z|Θ) → max
Θ

.

Вопрос 1: зачем нужна факторизация? Чем полученные итеративные
формулы лучше формул полного EM-алгоритма?
Вопрос 2: как понять, что в конкретной задаче формулы E и M-шагов
выписаны верно?
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Нарушение свойства p(w|xi) = p(w)
Предполагаемый результат
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Реальные данные
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Вопрос: как можно учесть указанную нелинейность в модели?
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Смесь моделей линейной регрессии

Вероятностная модель генерации данных

Веса моделей в смеси π получены из априорного распределения
p(π|µ);
Векторы параметров моделей wk получены из нормального
распределения p(wk|Ak) = N (wk|0, A

−1
k ), k = 1, . . . ,K;

Для каждого объекта xi выбрана модель fki , которой он
описывается, причем p(ki = k) = πk;
Для каждого объекта xi целевая переменная yi определена в

соответствии с моделью fki : yi ∼ N (yi|w
T

ki
xi, σ

2
ki
).

Совместное правдоподобие модели
p(y, w1, . . . , wK , π|X, A1, . . . , AK , σ2

1 , . . . , σ
2
K , µ) =

p(π|µ)
K∏

k=1

N (wk|0, A
−1
k )

m∏

i=1

(
K∑

l=1

πlN (yi|w
T

l xi, σ
2
l )

)

.

Введем матрицу скрытых переменных Z = ‖zik‖, где zik = 1 ⇐⇒ ki = k.
p(y, w1, . . . , wK , π, Z|X, A1, . . . , AK , σ2

1 , . . . , σ
2
K , µ) =

p(π|µ)
K∏

k=1

N (wk|0, A
−1
k )

m∏

i=1

K∏

l=1

(

πlN (yi|w
T

l xi, σ
2
l )
)zil

.
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Получение MAP-оценки

Пусть p(π|µ) = Dir(µ) =
Γ(
∑

k µk)
∏

l Γ(µl)

∏

k

π
µk−1
k .

p(y, W, π, Z|X, A, σ2, µ) ∝
K∏

k=1

π
µk−1
k

K∏

k=1

√

detAk exp(−
1
2w

T

kAkwk)
m∏

i=1

K∏

l=1

(

πlN (yi|w
T

l xi, σ
2
l )
)zil

.

(π∗, w∗
1, . . . , w

∗
K) = argmax

π,W
p(y, W, π|X, A, σ2, µ).

E-шаг. log q(Z) ∝
m∑

i=1

K∑

l=1

zil(log πl + logN (yi|w
T

l xi, σ
2
l )), откуда

γil = p(zil = 1) ∝ πlN (yi|w
T

l xi, σ
2
l ).

M-шаг. Eq log p(y, W, π, Z|X, A, σ2, µ) → max
π,W

.

w∗
k =

(

σ2
kAk +

m∑

i=1

γikxix
T

i

)−1 m∑

i=1

γikyixi.

π
∗ = argmax

π

K∑

k=1

log πk
(

m∑

i=1

γik

︸ ︷︷ ︸

γk

+µk − 1
)
=⇒ πk ∝ max(0, γk + µk − 1).
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Получение апостериорного распределения

Вопрос: как получить p(w1, . . . , wk, π|X, y, A, σ2, µ)?

p(y, W, π|X, A, σ2, µ) ∝
K∏

k=1

π
µk−1
k

K∏

k=1

√

detAk exp(−
1
2w

T

kAkwk)
m∏

i=1

(
K∑

l=1

πlN (yi|w
T

l xi, σ
2
l )

)

.

Идея: найдем q(Z, W, π) = q(Z)q(W)q(π), наиболее близкое к
p(W, π, Z|X, y).

log q(Z) ∝ Eq\Z log p(y, W, π, Z|X, A, σ2, µ) ∝
m∑

i=1

K∑

k=1

zik

(

E log πk + E logN (yi|w
T

kxi, σ
2
k))
)

=⇒ p(zik = 1) ∝

exp

(

E log πk −
1

2σ2
k

(y2i − 2Ew
T

kxi + x
T

i Ewkw
T

kxi)−
1

2
log σ2

k

)

.

log q(π) ∝ Eq\π log p(y, W, π, Z|X, A, σ2, µ) ∝
K∑

k=1

log πk

(

µk − 1 +

m∑

i=1

Ezik

)

=⇒ π ∼ Dir(π| µ+ γ).
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Получение апостериорного распределения (продолжение)

log q(w1, . . . , wK) ∝ Eq\w log p(y, W, π, Z|X, A, σ2, µ) ∝
K∑

k=1

(

−1
2w

T

kAkwk +
1

2σ2
k

m∑

i=1

Ezik(y
2
i − 2w

T

kxiyi +w
T

kxixi
Twk)

)

.

Вопрос 1: Какую структуру имеет q(w1, . . . , wK) ?
Вопрос 2: Какой вид имеет распределение q(wk)?

q(w1, . . . , wK) =
∏

k

qk(wk), qk(wk) = N (wk|mk, Σ
−1
k ), где

Σk = Ak +
1

σ2
k

m∑

i=1

γikxix
T

i ,

mk =

(

σ2
kAk +

m∑

i=1

γikxix
T

i

)−1 m∑

i=1

γikyixi.

Вопрос 3: Как распределение qk(wk) соотносится с МАР-оценкой для
wk, полученной ранее?

Вопрос 4: Как определить A, σ2?
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Определение гиперпараметров смеси моделей

Максимизация обоснованности
p(y|X, A, σ2, µ) → max

A, σ2, {µ}

Идея: воспользуемся вариационным EM-алгоритмом.

E-шаг: найдем q(Z, w1, . . . , wK , π) = q(Z)q(w1, . . . , wK)q(π),
наиболее близкое к p(w1, . . . , wK , π, Z|X, y).
M-шаг: Eq log p(y, W, π, Z|X, A, σ2, µ) → max

A, σ2

.

2Eq log p(y, W, π, Z|X, A, σ2, µ) ∝
K∑

k=1

[

log detAk − Eqw
T

kAkwk

]

+

m∑

i=1

K∑

l=1

Ezil

(

log
1

σ2
l

−
1

σ2
l

(y2i − 2yix
T

i Ewl + x
T

i Ewlw
T

l xi)

)

.

K∑

k=1





n∑

j=1

log αkj − αkjEw
2
kj



→ max
α11, ..., αKn

, где Ak = diag(αk1, . . . , αkn).

αkj =
1

Ew2
kj

. Hint: αkj =
1− αold

kj Dwkj

E2wkj

.
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Определение гиперпараметров смеси моделей

M-шаг: Eq log p(y, W, π, Z|X, A, σ2, µ) → max
A, σ2

.

2Eq log p(y, W, π, Z|X, A, σ2, µ) ∝
K∑

k=1

[

log detAk − Eqw
T

kAkwk

]

+

m∑

i=1

K∑

l=1

Ezil

(

log
1

σ2
l

−
1

σ2
l

(y2i − 2yix
T

i Ewl + x
T

i Ewlw
T

l xi)

)

.

K∑

k=1





n∑

j=1

log αkj − αkjEw
2
kj



→ max
α11, ..., αKn

, где Ak = diag(αk1, . . . , αkn).

αkj =
1

Ew2
kj

. Hint: αkj =
1− αold

kj Dwkj

E2wkj

.

σ2
l =

∑m
i=1 Ezil(y

2
i − 2yix

T

i Ewl + x
T

i Ewlw
T

l xi)
∑m

i=1 Ezil
.

Вопрос: Как получить Ewkj, Dwkj, Ewlw
T

l , Ezil?
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