
Аннотация

Мультизадачное обучение — область машинного обучения, рассматриваю-
щая одновременное решение нескольких задач. Особенностью мультизадачно-
го обучения является необходимость учета взаимодействия между задачами.
Создание модели мультизадачного обучения является более сложной задачей
чем создание модели, решающей одну задачу, так как решение одной задачи
часто препятствует решению другой задачи. Исходя из теоретических резуль-
татов, сходимость градиентного спуска к оптимальной точке гарантирована,
если размер шага выбирается с помощью линейного поиска, чтобы удовлетво-
рить правилу Армихо. Линейный поиск шага неэффективен из-за больших
вычислительных затрат. В данной работе предлагается новая метод для ал-
горитмов линейного поиска в мультизадачном обучении, которая использует
структурные свойства мультизадачных моделей. Идея была проверена на fast
backtracking line search (FBLS). Проведено сравнение предложенного алгорит-
ма с классическим backtracking line search (BLS) и градиентными методами
с постоянной шагом на задачах MNIST, CIFAR-10, Cityscapes. Систематиче-
ское эмпирическое исследование показало, что предложенный метод приводит
к большей производительности чем классический линейный поиск, а также
сохраняет конкурентоспособное время и производительность по сравнению с
градиентным спуском с постоянной шагом.

Ключевые слова: мультизадачное обучение, правило Армихо, линейный
поиск
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1 Введение

Мультизадачное обучение [1] — один из подходов transfer learning [2], в
котором строятся модели, которые умеют решать несколько задач одновре-
менно. Достоинством этого подхода является улучшение качества модели на
всех задачах за счет использования информации, содержащейся в обучающих
сигналах связанных задач. Оно достигается за счет параллельного обучения
задач с использованием общего представления, в результате чего задачи могут
обмениваться информацией, что приводит к улучшению процесса обучения.
Еще одним достоинством мультизадачного обучения является возможность
уменьшать число параметров и повышать скорость работы модели за счет
использование общих модулей. Многие подходы мультизадачного обучения
показали свою эффективность и высокое качество во многих областях, таких
как авиаконструирование, планирование радиотерапевтического лечения [3],
компьютерное зрение [4], обработка естественного языка [5], обработка аудио-
сигналов [6].

Нейронные сети — это современный метод для решения различных за-
дач машинного обучения, и мультизадачное обучение не является исключе-
нием. Оптимизация нейронных сетей часто использует методы градиентного
спуска. Для градиентного спуска в случае мультизадачных моделей исполь-
зуется несколько подходов. Первый подход— скаляризация [7]. В этом слу-
чае решение нескольких задач сводится к решению одной задачи. Классиче-
ским методом скаляризации является взвешивание — рассмотрение мультиза-
дачной проблем как взвешенной комбинации однозадачных проблем Lt:

L =
T∑
t=1

wtLt; wt > 0.

Проблема взвешивания в том, что этот метод позволяет получить не все Па-
рето оптимальные точки, что ограничивает возможности этого метода. Так-
же этот подход сильно зависит от правильного выбора весов задач. В [8, 9]
методы адаптивного взвешивания были введены для решения проблемы взве-
шивания. Второй подход - это метод min-max [10]. В этом случае мы ищем
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направление u, минимизирующее все функции равномерно:

min
d

max
t

(
∂L
∂θ
d)t + g(d).

Функция g(d) имеет роль регуляризатора и обеспечивает единственность ре-
шения. Переход к двойственной задаче в методе min-max с g(d) = ‖d‖2 поз-
волил построить метод MGDA[11].

Классические методы адаптивного шага, такие как Adam, NAG,
RMSProp, AdaGrad, Adadelta могут быть применены для мультизадачного
обучения и хорошо работают на практике, но не имеют теоретических гаран-
тий сходимости в случае многокритериальной оптимизации. Использование
методов линейного поиска имеет теоретические гарантии сходимости, но тре-
бует дополнительных вызовов функций, что в случае нейронных сетей имеет
большую стоимость. Поэтому backtracking line search (BLS) [12, 13, 14, 15],
метод золотого сечения и параболическая интерполяции неэффективны для
нейронных сетей. Особенно это непрактично для мультизадачного обучения,
когда есть необходимо делать проходы через несколько декодировщиков.

На основе структурных свойств многозадачных моделей с hard parameter
sharing, предлагается новый подход для линейного поиска в случае мульти-
задачных моделей. Основная идея заключается в том, чтобы во время под-
бора шага выполнять проходы только по декодировщикам, что значительно
сокращает затраты времени на поиск шага градиентного спуска поскольку
кодировщик, содержащий большую часть вычислительные затрат, не исполь-
зуется для поиска шага. Предложенный подход быстрого линейного поиска
(fast line search или FLS) был протестирован на задачах Multi-MNIST [16],
CIFAR-10 и Cityscapes [17] с fast backtracking line search (FBLS), классическим
backtracking line search (BLS) и градиентным спуском. По сравнению с BLS
были получены более быстрая сходимость и более точное решение. По сравне-
нию с градиентным спуском с фиксированным шагом был получен такой же
уровень качества модели без долгого поиска подходящего шага градиентного
спуска. При этом времени на обучение увеличилось только на 20%.
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Данная работа имеет следующую структуру. В разделе 2 будет проведен
обзор литературы. В разделе 3 будут введены основные понятия необходимые
для понимания теории мультизадачных обучения. В разделе 4 будет описан
подход быстрого линейного поиска и доказана теорема о сходимости данного
подхода. В разделе 5 будут представлены результаты экспериментов.
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2 Обзор литературы

Для полноценного обзора современного многозадачного обучения мож-
но обратиться к [18, 19]. Классическим подходом к решению многокритери-
альной оптимизации является скаляризация [7]. Скаляризация— это сведе-
ние задачи многокритериальной оптимизации к задаче однокритериальной
оптимизации. Существует несколько методов, позволяющих это сделать. Пер-
вый— взвешивание [20]. В этом случае минимизируется взвешенная комби-
нация задач. Другой подход—минимизация на симплексе, построенном на
минимумах каждой задачи. Эти подходы включают метод нормального пере-
сечения границ [21], метод нормальных ограничений [22]. Существует подхо-
ды с использованием эволюционных алгоритмов [23, 24]. Также применяются
методы байесовской оптимизации [25, 26]. В них функции заменяются ап-
проксимациями и на них уже происходит многокритериальная оптимизация
либо максимизируется объем в пространстве задач, чтобы приблизить Паре-
то фронт. В [27] было добавлено разделение на области, где ищутся Парето
стационарные точки, чтобы получить различные решения.

Другой подход основан на технике min-max. В [10] вводится min-max
подход для стандартного градиентного спуска с L2 регуляризацией, в резуль-
тате чего находится вектор, минимизирующий все задачи равномерно. Далее
метод min-max был обобщен на метод Ньютона [28] за счет выбора регуля-
ризатора g(d) = dTHtd, на стохастический градиентный спуск [29] и были
получены скорости сходимости градиентных методов [30].

Первоначально двойственная задача к вышеупомянутому min-max под-
ходу задача минимизации нормы выпуклой оболочки градиентов [11] стала
новой техникой в многокритериальной оптимизации. В дальнейших рабо-
тах метод был модифицирован путем добавления процесса Грама-Шмидта
[31], модификации процесса Грама-Шмидта для получения быстрого решения
[32] и модификации для методов второго порядка через нормализацию [32].
Также была доказана сходимость в стохастическом случае [33]. В [34] метод
MGDA был применен к скрытому пространству, а не к пространству пара-
метров. Предложенный подход позволяет оптимизировать верхнюю границу
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классического MGDA (MGDA UpperBound). Добавление нормализации гра-
диентов [35] в минимизацию нормы создает более устойчивое решение в слу-
чае несбалансированных задач. В [36] была добавлена регуляризация, чтобы
устранить конфликты между задачами посредством ортогонализации гради-
ентов различных задач. Последний метод, который можно классифицировать
как метод выбора градиента —PCGrad [37]. В этом методе начальный конус
решения изменяется на правильный «двойственный» конус, где каждый век-
тор из этого конуса минимизирует все функции потерь, и выбирается средний
вектор этого конуса.

Также были предложены методы адаптивного взвешивания для преодо-
ления проблемы поиска правильных весов. В [9] была использована дисперсия
из оценки максимального правдоподобия в качестве весов. В [8] веса учиты-
вали значения функций потерь для равномерной минимизации. Также в [38]
было использовано взвешивание на основе функции потерь на предыдущем и
текущем шаге.

Отдельным направлением в многозадачном обучении является выбор
архитектуры. Выбор подходящей архитектуры позволяет внести дополни-
тельную информацию и знания, которые улучшат процесс обучения и ка-
чество модели. В [39, 40] предположили, что общие параметры имеют тензор-
ную структуру и рассмотрели применение методов тензорных факторизаций.
В [41, 42, 43] были использованы блоки маршутизаторы. Эти блоки позво-
ляют контролировать обмен информацией между промежуточными выхода-
ми кодировщика, чтобы стимулировать положительный трансфер знаний и
предотвращать негативный. В [44, 45] для построения многозадачной модели
был рассмотрены подходы поиска нейросетевых архитектур. В [46, 47, 38, 48]
были использованы различные механизмы внимания и адаптеры. Адаптеры
имеют меньше параметров чем основная модель, и позволяют решать не толь-
ко многозадачных проблемы, но и мультидоменные проблемы. В [49] было
проведено исследование взаимосвязей между различными задачами компью-
терного зрения. В результате был построена таксономия, показывающая ка-
кие задачи стоит решать вместе, а какие нет.
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3 Многокритериальная оптимизация

Encoder   

Decoder

Decoder

Decoder

Shared parameters Task-specific parameters

Task 1

Task 2

Task 3

Data Losses and gradients

Рис. 1: Пример мультизадачной модели с hard parameter sharing

В работе будут использоваться следующие обозначения:

• X —признаковое пространство и Y = Y 1×. . .×Y T - пространство задач.

• (θsh) — разделяемые параметры и (θ1, . . . ,θT ) — параметры специфич-
ные для задачи.

• z(x,θsh) —модель кодировщика, а Z — скрытое пространство, созданное
кодировщиком.

• Выборка {xi,y
1
i , . . . ,y

T
i }ni=1.

• Декодировщик для задачи t: f t(z(x,θsh),θt) = f t(z,θt) : Z → Y t.

• dz и dsh —некоторые векторы в скрытом пространстве и пространстве
параметров соответственно, которые удовлетворяют следующим усло-
виям:

∀t = 1, T ∇T
z Ltdz < 0

∀t = 1, T ∇T
θshL

tdsh < 0

Это условие означает, что применение шага градиентного спуска по на-
правлению dz в скрытом пространстве или по направлению dsh в про-
странстве параметров минимизирует все функции.
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• Функция потерь для задачи t:

L̂t
(
z,θt

)
=

1

N

N∑
i=1

Lt
(
f t
(
z(xi,θ

sh),θt
)
,yt

i

)
Рассмотрим задачу многозадачного обучения с T задачами:

min
θsh,

θ1,...,θT

L
(
θsh,θ1, . . . ,θT

)
= min

θsh,
θ1,...,θT

(
L̂1
(
θsh,θ1

)
, . . . , L̂T

(
θsh,θT

))>
(3.1)

Для решения этой задачи многозадачного обучения рассмотрим частич-
ный порядок—Парето доминирование .

Определение 3.1. Точка θ1 Парето доминирует точку θ2, если:

∀t ∈ {1, . . . , T} L̂t(θ2) 6 L̂t(θ1)

∃i : L̂i(θ2) < L̂i(θ1)

Используя частичный порядок, можно свести решение задачи мульти-
задачного обучения к поиску Парето оптимальной точки.

Определение 3.2. Точка θ̂ в задаче 3.1 является Парето оптимальной (или
Парето эффективной) тогда и только тогда, когда она не доминируется ни-
какой другой точкой.

В частности, если точка θ не является Парето оптимальной, то суще-
ствует по крайней мере одна точка, которая Парето доминирует ее [50].

Для Парето оптимальных точек нет удобного критерия, по кото-
рому их можно искать. Но, в случае когда функции L̂t —непрерывно-
дифференцируемы, то можно записать необходимое условие Парето опти-
мальности —Парето стационарность [34, 11].
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Рис. 2: Визуализация Парето стационарности. Точка А является Парето стацио-
нарной. Точка B не является Парето стационарной, поэтому для нее существует
минимизирующее направление d.

Определение 3.3. Точка θ̂ является Парето стационарной точкой для за-
дачи 3.1, если существуют веса α1, . . . , αT > 0 такие, что

•
∑T

t=1 α
t = 1.

•
∑T

t=1 α
t∇θ∗hL̂t

(
θ̂sh, θ̂t

)
= 0.

• ∀t ∇θtL̂t
(
θ̂sh, θ̂t

)
= 0.
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4 Быстрый линейный поиск

В этом разделе описывается идея использования скрытого пространства
вместо пространства общих параметров для линейного поиска шага градиент-
ного спуска. Оптимизация в скрытом пространстве более вычислительно эф-
фективна, так как скрытое пространство имеет меньшую размерность. Также
оптимизация в скрытом пространстве позволяет не использовать кодировщик
для нахождения шага.

Рассмотрим градиенты: ∇θshLt,∇zLt. Чтобы получить направление ми-
нимизации dsh или dz можно использовать методы PCGrad [37], или EDM [35],
или MGDA [11, 34]. Суть алгоритма линейного поиска заключается в том,
чтобы найти шаг η, чтобы:

Lt(θ − ηd) < Lt(θ), ∀t ∈ {1 . . . T}. (?)

Для линейного поиска существует следующая теорема.

Теорема 4.1. Если условие (?) будет выполнено на каждой итерации, то
для любой сходящейся подпоследовательности {θkj}∞j=1 : limj→∞ θkj = θ̂, со-
зданной градиентным спуском, предел этой последовательности θ̂—Парето
станционарная точка.

Доказательство этой теоремы приведено в [10]. Чтобы обеспечить выполнения
условия (?), используется правило Армихо, где β ∈ (0, 0.5):

∀t ∈ {1, . . . , T} : Lt(θsh−ηdsh,θt−η∇θtLt) 6 Lt−ηβ
∥∥∥∥∂Lt

∂θt

∥∥∥∥2−ηβ ( ∂Lt

∂θsh

)>

dsh (4.1)

В классическом линейном поиске (Алгоритм 4.1) необходимо обновлять
общие параметры несколько раз на каждой итерации. Поэтому перейдем к
рассмотрению скрытого пространства посредством линейной аппроксимации:

z(θsh − ηdsh) ≈ z − ηdz
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Рис. 3: Визуализация правило Армихо. Условие Армихо выполняется, когда
функция находится ниже прямой

Алгоритм 4.1 Backtracking line search

Вход: β, γ, lrub
Выход: Learning rate η

1: повторять
2: η ← γ · η
3: θ̃sh ← θsh − η · dsh
4: для t← 1 to T
5: θ̃t ← θt − η · ∇θtLt

6: пока правило Армихо (4.1)
7: для t← 1 to T
8: θtnew ← θ̃t

9: θshnew ← θ̃sh

Тогда можно рассмотреть модифицированное правило Армихо:

∀t ∈ {1, . . . , T} : Lt(z − ηdz,θt − η∇θtLt) 6 Lt − ηβ
∥∥∥∥∂Lt

∂θt

∥∥∥∥2 − ηβ (∂Lt

∂z

)T

dz (4.2)
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Алгоритм 4.2 Fast backtracking line search (Ours)

Вход: β, γ, lrub
Выход: Learning rate η

1: повторять
2: η ← γ · η
3: z ← z − η · dz
4: для t← 1 to T
5: θ̃t ← θt − η · ∇θtLt

6: пока правило Армихо (4.2)
7: для t← 1 to T
8: θtnew ← θ̃t

9: θshnew ← θsh − η · ∂θsh∂z dz

C модифицированным правилом Армихо алгоритма линейного поиска
будеть иметь вид (Алгоритм 4.2).

В следующей теореме показывается, что градиентному спуску c быст-
рым линейным поиском сходится к Парето стационарной точке.

Теорема 4.2. Каждый частичный предел последовательности
θk = [θshk ,θ

1
k, . . . ,θ

t
k]
∞
k=1, порожденной алгоритмом 4.2 со правилами Армихо

(4.3), (4.4), (4.5) является Парето стационарной точкой:

Lt(z − ηdz,θ
t − η∇θtLt) 6 Lt − ηβ

∥∥∥∥∂Lt

∂θt

∥∥∥∥2 ∀t ∈ {1 . . . T} (4.3)

Lt(z − ηdz,θ
t − η∇θtLt) 6 Lt − ηβ∂L

t

∂θt

>

dz ∀t ∈ {1 . . . T} (4.4)

Lt(z − ηdz,θ
t − η∇θtLt) 6 Lt − ηβ∂L

t

∂θt

>

dz − ηβ
∥∥∥∥∂Lt

∂θt

∥∥∥∥2 ∀t ∈ {1 . . . T} (4.5)

Доказательство.

1. Пусть ut = ∇θtLt. Пусть θ̄—частичный предел последовательности θk.
Тогда, существует подпоследовательность {θkj}∞j=1 сходящаяся к θ̄. Так
как L непрерывна: L(θ) → L(θ̄). Следовательно, ηβ‖ut‖2 → 0. и суще-
ствует следующая альтернатива:

• lim sup η > 0

13



• lim η = 0

В первом случае ‖ut‖2 → 0, следовательно, ∂Lt
∂z = ut ∂θt

∂z → 0 и соглас-
но [34] θ̄—Парето стационарная точка.

Во втором случае предположим, что частичный предел θ̄ не является
Парето стационарной точкой. Тогда, существует d̄—минимизирующее
направление. Так как lim η = 0, то для любого константного шага ηn,
начиная с некоторого j0 условие Армихо не выполняется по крайней
мере для одной функции:

∀ηn =
1

n
∃j0 : ∀j > j0 ∃tn Ltn(zkj−ηndkj ,θkj−ηnu

tn
j ) > Ltn(zkj)−ηnβ‖u

tn
j ‖

2

Так как последовательность индексов задач {tn}∞n=1 ограничена числом
задач T , то можно выделить подпоследовательность {tnm

}∞m=1, которая
сходится к некоторому индексу t0.

Следовательно, начиная с некоторого j0 для Lt0 верно следующее:

∀j > j0 Lt0(zkj − ηndkj ,θ
t0
kj
− ηnut0

j ) > Lt0(zkj)− ηnβ‖u
t0
j ‖

2

Так как L непрерывно-дифференцируема и θkj → θ̄, то dkj → d̄ и можно
получить:

Lt0(z̄ − ηnd̄, θ̄t0 − ηnūt0) > Lt0(z̄)− ηnβ‖ūt0‖2

Так как это верно ∀ηn = 1
n , где n ∈ N, то мы получаем противоречие с

правилом Армихо: так как d̄—минимизирующее направление, то:

∃η̄ : ∀t ∈ {1, . . . , T} : Lt(z̄ − ηd̄, θ̄t − ηūt) 6 Lt(z̄)− ηβ‖ut‖2 − ηβ∂L
t

∂z

T

s.

Поэтому d̄ = 0 и θ̄—Парето стационарная точка.

2. Для этого правила Армихо доказательство может быть получено
при помощи следующей модификации. Так как L(θkj) → L(θ̄), то

14



ηβ ∂Lt
∂z

T
d̄ → 0.

В пeрвом случае альтернативы ∀t ∂Lt
∂z

T
d̄ = 0. Так как матрица ‖∂Lt∂z ‖

T
t=1

невырожденная, то d̄ = 0 и θ̄—Парето стационарная точка по [34].

Во втором случае альтернативы можно заменить ηβ‖ut0‖2 на ηβ ∂Lt
∂z

T
d и

доказательство не изменится.

3. Для этого правила Армихо доказательство может быть получено следу-
ющим образом. Так как L(θkj)→ L(θ̄), то ηβ ∂Lt

∂z

T
d̄+ ηβ‖ut‖2 → 0. Оба

члена неотрицательны поэтому имеется исходная альтернатива.

В первом случае у нас имеется, что d̄ = 0,ut = 0, то θ̄ — Парето стаци-
онарная точка по [34].

Во втором случае мы можем заменить ηβ‖ut‖2 на ηβ ∂Lt

∂z

T
s̄ + ηβ‖ut‖2 и

доказательство не изменится.

�
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5 Эксперименты

Таблица 1: Сравнение времен работы алгоритмов. В скобках указано число се-
кунд на одну эпоху.

MNIST CIFAR-10 Cityscapes

Fast backtracking (Ours) 1.05 (143) 0.15 (85) 1.28 (76800)
Backtracking 1.37 (195) 1.18 (650) -

Classical SGD 1.0 (143) 1.0 (550) 1.0 (60000)
MGDA-UB [34] 0.95 (136) 0.14 (80) -

Для сравнения были рассмотрены быстрый бэктрекинг, классический
бэктрекинг, классический SGD и MGDA-UB [34]. Эксперименты проводились
на задачах MultiMNIST, CIFAR-10 и Cityscapes. Для backtracking нижнюю
граница шага градиентного спуска была выбрана как ε = 10−10 для вычисли-
тельной устойчивости, а параметр β = 0.1. Начальная верхняя граница была
установлена как η = 1. Из-за стохастичности градиентов верхняя граница
размера шага уменьшалась на γ = 0.5 каждые N = 10 эпох.

5.1 MultiMNIST

Датасет MultiMNIST был сгенерирован из датасета MNIST следующим
образом. Были взяты два изображения из MNIST. Одно изображение было
смещено на четыре пикселя влево, другое было смещено на четыре пикселя
вправо и затем наложены друг на друга. Задача классифицировать изобра-
жение слева и изображение справа. Для обучения использовались 60000 изоб-
ражений, для тестирования использовались 10000 изображений.

Для MultiMNIST была использована архитектура LeNet-5. Размер бат-
ча 256. Обучение проводилось 100 эпох. Для сравнения со стандартным гра-
диентным спуском было выбрано восемь фиксированных шагов, равномерно
распределенных в логарифмическом диапазоне между −3 и −1. В качестве
функции потерь выбрана кросс-энтропия, а в качестве ошибки— (1 - точ-
ность). Результаты были усреднены по 5 экспериментам (Рисунок 5).
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Рис. 4: Пример изображений MultiMNIST
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Рис. 5: Сравнение предложенного метода с методом градиентного спуска с фик-
сированной шагом градиентного спуска на MultiMNIST.
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Рис. 6: Сравнение предложенного метода с классическим бэктрекингом Армихо
на MultiMNIST.

5.1.1 Классический бэктрекинг

Для сравнения классического и быстрого линейного поиска с backtracking
было рассмотрено их поведение при различных β = {0.1, 0.2, 0.3, 0.4}. Усред-
ненные по β результаты представлены на рисункe 6.

По результатам экспериментов можно отметить, что быстрый бэктре-
кинг сходится быстрее и имеет лучшее качество. Также, при сравнении вре-
мени работ (Таблица 1) было выявлено, что быстрый бэктрекинг быстрее на
50% чем классический бэктрекинг.

5.2 CIFAR-10

Набор данных CIFAR-10 содержит 60000 цветных изображений 32×32

в 10 различных классах. 10 различных классов представляют собой самоле-
ты, автомобили, птицы, кошки, олени, собаки, лягушки, лошади, корабли и
грузовики. В каждом классе имеется 6000 изображений.

Для CIFAR-10 10 классов были использованы для создания 10 синтети-
ческих задач классификации "one vs rest". Размер батча был выбран равным
256. В качестве кодировщика была выбрана модель ResNet-18, а в качестве
декодировщика один полносвязный слой. Результаты представлены на рисун-
ке 8.
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Рис. 7: Пример изображений CIFAR-10
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Рис. 8: Сравнение предложенного метода с методом градиентного спуска с фик-
сированной шагом градиентного спуска на CIFAR-10.
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Рис. 9: Пример изображений Cityscapes

Для градиентного спуска восемь различных шагов были выбраны рав-
номерно в логарифмическом диапазоне от −3 до −1. В качестве функции
потерь на всех задачах использовалась кросс энтропия, а в качестве функции
ошибки— (1 - точность).

5.3 Cityscapes

Cityscapes — это крупномасштабная база данных, ориентированная на
семантическое понимание городских уличных сцен. Она представляет собой
разметку пикселей для 30 классов, сгруппированных в 8 категорий (плоские
поверхности, люди, транспортные средства, сооружения, объекты, природа,
небо и пустота). Набор данных состоит из около 5000 точно размеченных
изображений и 20000 грубо размеченных. Для Cityscapes решались три зада-
чи: semantic segmentation, instance segmentation, disparity estimation.

В качестве кодировщика была выбрана модель ResNet-50, предобучен-
ная на Imagenet, а в качестве декодировщика PSPNet. Были сравнены гради-
ентный спуск с постоянным шагом и быстрый бэктрекинг. Для градиентного
спуска были рассмотрены следующие шаги {0.001, 0.01, 0.1}. Результаты пред-
ставлены на рисунках 11, 12, 13.
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Рис. 10: Сравнение с градиентным спуском для semantic segmentation

0 20 40 60 80 100
Epoch

40

50

60

70

80

Tr
ai

n 
lo

ss
 1

lr=0.001
lr=0.01
lr=0.1
FBLS

0 20 40 60 80 100
Epoch

40

50

60

70

80

Te
st

 lo
ss

 1

lr=0.001
lr=0.01
lr=0.1
FBLS

Рис. 11: Сравнение с градиентным спуском на задаче instance segmentation
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Рис. 12: Сравнение с градиентным спуском на задаче depth disparity
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6 Заключение

Основные результаты работы

• Предложен метод оптимизации мультизадачных моделей;

• Подтверждена теоретическая сходимость предложенного метода;

• Проведены вычислительные эксперименты, которые подтвердили эф-
фективность метода на задачах MultiMNIST, CIFAR-10, Cityscapes.

В будущих работах будет рассмотрены следующие вопросы.
Первый вопрос — сочетание линейного поиска с адаптивными метода-

ми градиентного спуска (Adam, Adagrad, RMSProp). Для этих методов будет
проведен теоретический и экспериментальный анализ, чтобы выяснить при-
менимость предложенного подхода.

Второй вопрос — уменьшение верхней границы шага обучения. Без это-
го метод становится неэффективным на практике. В качестве решения было
предложено ручное уменьшение границы, но данный подход требует тщатель-
ного подбора гиперпараметров, связанных с параметрами линейного поиска.
Поэтому в следующих работах будет исследовано возможность обнаружения
ситуации, когда нужно уменьшить границу.

Третий вопрос — исследование градиентных методов более высокого по-
рядка. В данной работе были рассмотрены только методы первого порядка.
Однако, в общей теории мультизадачных моделей уже получены и доказаны
результаты для методов второго порядка. Поэтому будет исследован вопрос
обобщения предложенного подхода на случай методов второго порядка.
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