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Существующие подходы

• Частотные модели:
• tf-idf:

tf-idf =
nwd∑
w ′ nw ′d

× log
|D|

|{di ∈ D|w ∈ di}|

• Нейросетевые модели:
• Skip-Gram Negative Sampling [1]
• GloVe [2]
• ...

• Вероятностные эмбеддинги слов [3]



Мотивация [Skip-Gram] [1]

Описание
Модель обучает эмбеддинги путем предсказания локального
контекста для каждого слова в корпусе. Вероятность слова u из
локального контекста слова v :

p(u|v) =
exp

∑
t φutθtv∑

w∈W exp
∑

t φwtθtv
,

где Φ|W |×|T | = (φut), Θ|T |×|W | = (θtv ) — матрицы эмбеддингов.

Критерий

L =
∑
v∈W

∑
u∈W

nuv log p(u|v)→ max
Φ,Θ

.



Skip-Gram Negative Sampling (SGNS)

Описание
SGNS моделирует вероятность совстречаемости пары слов
(u, v). Модель обучается на словах из локального контекста (v),
а также на случайно семплированных словах из корпуса (v̄).

Критерий

L =
∑
v∈W

∑
u∈W

nuv log σ
(∑

t

φutθtv

)
+kEv̄ log σ

(
−
∑

t

φutθtv̄

)
→ max

Φ,Θ
.

Модель эффективно обучается с помощью SGD.



Тематическое моделирование [4]
Описание

p(w |d) =
∑
t∈T

p(w |t, d)p(t|d) =
∑
t∈T

p(w |t)p(t|d) =
∑
t∈T

φwtθtd

Критерий

L(Φ; Θ) =
∑

w∈W

∑
d∈Dp

ndw ln
∑
t∈T

φwtθtd +
∑

i

τiRi (Φ,Θ)→ max
Φ;Θ

∑
w∈W

φwt = {0, 1}, φwt ≥ 0,
∑
t∈T

θtd = {0, 1}, θtd ≥ 0.

Задача решается EM-алгоритмом или его онлайн
модификацией для больших корпусов.



Вероятностные тематические
эмбеддинги [3]

Описание
Рассмотрим модификацию тематической модели,
предсказывающую слово u в локальном контексте слова v :

p(u|v) =
∑
t∈T

p(u|t)p(t|v) =
∑
t∈T

φutθtv

p(u|v) теперь описывает совстречаемости слов (!). Θ|T |×|W | —
матрица вероятностей тем для слов (псевдодокументов).

Критерий
Log-likelihood maximization, как и в тематической модели.



Сходства двух описанных моделей



Преимущества вероятностных
эмбеддингов

• Интерпретируемость: каждый вектор является
компонентом матрицы [слова; темы]
• Иерархичность: категоризация происходит автоматически

благодаря иерархии тем
• Мультимодальность:

• Модальность категорий повысит интерпретируемость тем
• Модальности разных языков позволят осуществлять

кросс-язычный поиск



Цель эксперимента и подзадачи
Цель эксперимента
Построение иерархических тематических векторных
эмбеддингов слов для нескольких модальностей, способных
решать несколько задач NLP на уровне существующих аналогов
(multi-task learning).

Подзадачи
• Построение мультимодальной иерархической тематической

модели над корпусом Википедии.
• Взяв в качестве эмбеддингов слов пересчитанные по

формуле Байеса строки полученной матрицы Φ:

emb(u) = p(t|u) =
φ(u|t)p(t)

p(u)
=

nut

nu
,

проверить качество их работы на приведенных далее
задачах и сравнить с существующими аналогами.



Новизна

• Тематические иерархические эмбеддинги слов
• Интерпретируемые и разреженные компоненты
• Предобученные на большой коллекции текстов с

несколькими модальностями
• Способные эффективно решать несколько задач

(Multi-task learning)



Рассматриваемые задачи
Классификация документов
• Дано: обучающая выборка (di , yi )

l
i=1, di ∈ D — множество

документов, yi ∈ Y — множество меток классов.
• Найти: отображение f : D → Y .
• Критерий: Accuracy, F-мера.
• Датасеты: Large Movie Review Dataset

Word-similarity
• Дано: множество слов W .
• Найти: для некоторого w ∈W слово w ′ ∈W \{w}:

w ′ = arg min
ws∈W \{w}

ρ(f (w), f (ws)).

• Критерий: корреляция с человеческими оценками.
• Датасеты: MEN, SIMLEX999, WS353.



Предварительные результаты



Дальнейшие улучшения

• Модификация предобработки документов в задаче
классификации (пропускать документ через построенную
тематическую модель, таким образом получая
тематический вектор документа)
• Подбор гиперпараметров: коэффициенты регуляризаторов

и веса модальностей (слова и категории статей)
• Проверка нетематических моделей на

неинтерпретируемость
• Добавление иерархий
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