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Аннотация

Данная магистерская диссертация основана на статье "From Local SGD to
Local Fixed-Point Methods for Federated Learning"[15] за авторством Григория
Малиновского, Лорана Конда, Дмитрия Ковалева, Эльнура Гасанова и Питера
Рихтарика.

Большинство алгоритмов для решения задач оптимизации или поиска седло-
вых точек выпукло-вогнутых функций являются методами простой итерации.
В этой работе мы рассматриваем общую задачу поиска стационарной точки
усредненного оператора или его приближения в распределенной постановке.
Наша работа мотивирована потребностями федеративного обучения. В этом
контексте каждый локальный оператор моделирует вычисления, выполняемые
локально на мобильном устройстве. Мы исследуем две стратегии для достиже-
ния такого консенсуса: одна основана на фиксированном количестве локальных
шагов, а другая на основе рандомизированных вычислений. В обоих случаях
цель состоит в том, чтобы ограничить обмен данными локально вычисляемых
переменных, что часто является узким местом в распределенных системах. Мы
анализируем скорости сходимости обоих методов и проводим ряд экспериментов,
подчеркивающих преимущества нашего подхода.
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