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Matrix completion:

via semi-supervised clustering



Содержание

• Matrix completion                                                                                                            3 

• Регуляризация 4

• Рекомендательные системы. Примеры                                                                         5

• Semi-supervised Clustering                                                                                             14

• MC with Noisy Side Information 19

• Идеи исследования 22

2



Matrix completion

Источники: Candes, Recht : Exact Matrix Completion via Conv. Opt., 2008

• Представим себе социальный опрос,  

результатом которого является некая 

матрица: строки – опрошенные люди, 

столбцы – вопросы. К сожалению, 

некоторые вопросы остались без  ответа.

• Хотим восстановить матрицу M (nxn), 

имеющую только p<<n  ( в общем случае 

n1 x n2).

• Важный вопрос: как восстановить 

матрицу меньше, чем за n^2 измерений.

Предпосылки

• Равномерная выборка наблюдаемых 

входных данных

• Должно быть проведено порядка             

(как минимум              наблюдений , т.к 

количество степеней свободы =              ).

• «Несвязность» сингулярных векторов.

Модель №0

Модель №1

Данная задача является NP-трудной, 

поэтому введена следующая модель:

Главное её отличие в том, что теперь это 

задача полуопределённой оптимизации, 

т.к. на самом деле для положительно 

полуопределённой матрицы X мы можем 

заменить целевой функционал на tr(X)
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Регуляризация

Регуляризация модели 

необходима для штрафования 

полученных коэффициентов  

модели.

• Ridge regression.

, где λ – это параметр, отвечающий 

за величину «сжатия».

• Lasso regression.

• Именно Lasso позволяет проводить 

отбор переменных, значительно 

облегчая интерпретацию 

результатов.

• Group Lasso
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Источники: The Elements of  Statistical  Learning



Рекомендательные системы

• Попробуем предсказать оценки некоторым 

элементам (например, фильмам) 

пользователя X.

• Найдём набор пользователей N, чьи рейтинги 

схожи с X, и попробуем через них оценить 

будущие рейтинги X.

• Мерой схожести может являться  коэффициент 

Жакара,  Пирсона и др. При заранее известной 

матрице ответов используют RMSE.

• Обычные методы плохо работают с уникальными 

пользователями и без накопленных данных.

• Можно (и нужно) подойти и со стороны  

рекомендуемых элементов.

Источники: Yuan. et al,  Model selection and estimation in regression with grouped variables, 2006
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Пример 1 
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• The Netflix prize. Известное 

соревнование на создание лучшего 

алгоритма предсказания рейтинга 

фильму, на основе данных о 

предыдущих выставленных оценках.

• Дано: 480000 пользователей, 17700 

фильмов, 6 лет наблюдений 

• Тестирование на 2.8 миллионах 

рейтингов

• Для оценки результата используется 

RMSE (Root mean squared error). 

0.8567- победители. 

Источники: Montanari A., Collaborative filtering: Models and Algorithms



Пример 1 
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Победители соревнования Netflix 

использовали многоуровневую модель, на 

подобие нейронных сетей:

• Глобальные сравнения .

• Факторизация матрицы  используя 

сингулярное разложение.

• Анализ «ближайших соседей» основываясь 

на мере схожести самих фильмов.

• Регуляризация для борьбы с переобучением.

• Важный скачок, связанный с 

параметризацией модели временем.

Источники: Montanari A., Collaborative filtering: Models and Algorithms



Сравнение результатов различных методов

Пример 1 
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Источники: Montanari A., Collaborative filtering: Models and Algorithms

• Стоит отметить 

использование отличных 

от описанных в теории 

регуляризаций на 

практике (alternating).

• Для данной проблемы 

существует развитая 

теоретическая база.



Пример 1

Источники: J.Leskovec, A.Rajaraman,J.Ullman:Mining of Massive Datasets, hLp://www.mmds.org
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Пример 1

Источники: J.Leskovec, A.Rajaraman,J.Ullman:Mining of Massive Datasets, hLp://www.mmds.org
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Пример 1

Источники: J.Leskovec, A.Rajaraman,J.Ullman:Mining of Massive Datasets, hLp://www.mmds.org
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Пример 2
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• Граф Подписчика определён , как                          , где n,m -

мощности множеств ;  E – набор рёбер между ними(«подписки») .

- матрица смежности; X, Y– соответствующие  матрицы 

характеристик блогов и пользователей.

• Для того чтобы облегчить работу с разреженными данными, вводим 

модель IMC, - объясняя  с помощью матрицы малого ранга Z :

• Факторизуя Z=WH, целью алгоритма являются матрицы W и H, где 

функцией потерь  является выпуклая функция , например: 

Модель IMC

Источники: Shin D., Cetintas S.; Tumblr Blod Reccomendation with Boosted Inductive Matrix Completion 

Inductive Matrix Completion for Tumblr.



Пример 2
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Модель BIMC

BoostedIMC

Источники: Shin D., Cetintas S.; Tumblr Blod Reccomendation with Boosted Inductive Matrix Completion 

• Преобразуя матрицу A через SVD

получим,  

• Также вводится новое объяснение 

матрицы А, основанное на том, что 

не всякие регрессоры хорошо 

объясняют предпочтения 

пользователей (например, это плохо 

делает текст):

Схема работы метода



Semi-Supervised Clustering

Иллюстрация Supervised/

semi-supervised clustering• Как и любой другой метод 

кластеризации,  этот необходим для 

разделения входящих данных на 

некоторое (k) количество кластеров

• Должны соблюдаться принципы 

кластеризации и ограничения типа 

«must-links» .

• Алгоритмы такой кластеризации 

делятся на два вида: 

«ограниченную» кластеризацию и 

кластеризацию с обучением 

метрики.

Источники: Jinze Liu, Semi-supervised Clusteting, Special Topics in Data Mining
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Semi-Supervised Clustering

Источники: Yi,et al: Semi-Supervised Clustering by Input Pattern Assisted Pairwise Similarity MC; Jalali et al., 2011; Yi et al., 2012a

Идея в том, чтобы  свести Semi-Supervised clustering к задаче Matrix Completion :

• Используем дополнительную информацию, представленную в виде паросочетаний:  

матрицы M (must-link) и C(cannot-links). 

• Большинство алгоритмов сталкиваются с задачами невыпуклой оптимизации. К тому 

же неизвестно насколько хорошо алгоритм работает при увеличении количества «пар».

Начальные условия задачи восстановления матрицы:

• Обозначения переменных:

• Вектора   u , матрица S: 

• Задача разбиения данных эквивалентна задаче восстановления матрицы 

подобия (Jalali et al., 2011; Yi et al., 2012a)
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Предпосылка 1!

Semi-Supervised Clustering

Таким образом, задача выглядит как:

Необходимое количество ограничений для восстановления матрицы подобия S: 

, где Zk – первые k левых сингулярных векторов X, k>r

Используя эту предпосылку преобразуем задачу S=ZMZ :

Источники: Yi,et al : Semi-Supervised Clustering by Input Pattern Assisted Pairwise Similarity MC 
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Semi-Supervised Clustering
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Источники: Yi,et al: Semi-Supervised Clustering by Input Pattern Assisted Pairwise Similarity MC; 

Input pattern assisted matrix completion. 

Theorem 1. 



Semi-Supervised Clustering
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Источники: Yi,et al : Semi-Supervised Clustering by Input Pattern Assisted Pairwise Similarity MC; 

Сравнение результатов работы алгоритма MCCC ( c помощью NMI ).

• Необходима релаксация первой предпосылки:

• Исходная задача в свою очередь принимает вид: 



Matrix Completion with Noisy Side Information. DirtyIMC
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Источники: Chiang; Hsieh; Dhillon: Matrix Completion with Noisy Side information

• Идейным отличием этой модели от предыдущей является предпосылка о 

«зашумлёных» признаках.

Поэтому предлагается восстанавливать матрицу используя робастную модель, 

состоящую из двух частей: 

• Первая часть: оценка матрицей малого ранка из множества признаков XMY^T

Вторая часть :  N – это оценка тех наблюдений, которые «зашумленные» признаки не 

могут описать. 

• Авторы гарантируют глобальную сходимость алгоритма, т.к. задача выпукла по M и N

• Важнейшим вопросом является подбор правильного значения λM\ λN , чтобы модель

оставалась робастной и охватывала полезные признаки 



Matrix Completion with Noisy Side Information
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Сравнительные результаты работы DIMC

Источники: Chiang; Hsieh; Dhillon: Matrix Completion with Noisy Side information



Matrix Completion with Noisy Side Information. DirtyIMC
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Сравнение DIMC и MCCC

Источники: Chiang; Hsieh; Dhillon: Matrix Completion with Noisy Side information



Идеи и цели
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Dirty IMC

Основной мотивацией нашей работы является идея о том, что оцениваемая  матрица 

должна быть не только малого ранга, но и разреженной.  Попробуем реализовать её 

на примере описанных ранее моделей : 

Semi-Supervised Clustering

При этом стоит отдельно упомянуть про разреженный метод главных компонент 

применительно к нашей постановке задачи:

Sparse PCA • Второе ограничение - на количество 

ненулевых компонент вектора x

• При k=p (размерность S) задача 

cводится к обычному PCA.

• NP-трудная задача



Group Lasso regression

Идеи и цели. Group Lasso

В  некоторых случаях прогнозирующие 

переменные принадлежат одному  классу 

(например гены).  В таких случаях удобно 

«сужать» такие переменные одновременно.

• P предикатов поделено в L групп. Матрица X 

описывает принадлежность предикатов к 

каждой из групп.

•

• В общем виде используются нормы иного 

вида. 

• Разреженность данных.

• Целая группа переменных может быть 

исключена.
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Источники: Yuan. et al,  Model selection and estimation in regression with grouped variables, 2006; The ESL


